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Kapitel 1
Einfiihrung.

Lernen ist ein zentraler Faktor der Intelligenz. Ein Blick in die Natur lehrt uns,
daB gerade die Lernfihigkeit eine grundlegende Komponente der Uberlebenslei-
stungen der Lebewesen darstellt. In der Evolution wird Lernen lange vor dem
Entstehen von Intelligenz beobachtet, die Féhigkeit zu Lernen ist so gesehen
nicht nur eine konstitutive Komponente sondern auch eine unabdingbare Voraus-
setzung fiir Intelligenz.

Lebewesen sind lernfihige Strukturen weil sie zur Verbesserung ihrer Uberle-
bensfiahigkeiten ihr Verhalten selbst modifizieren kénnen. Betrachten wir Lebe-
wesen als programmgesteuerte Agenten, dann bedeutet metaphorisch gesprochen
Lernfahigkeit die selbstorganisierte Adaption dieses Programms. Diese Leistung
ist fiir Lebewesen unverzichtbar, da sie sich in einer komplexen, sich stéindig
andernden Umwelt behaupten miissen, die sie immer wieder vor neue Aufgaben
stellt.

Die Realisierung intelligenter Systeme durch Computer, die nicht program-
miert sondern angelernt werden, wurde als Fernziel der KI schon sehr zeitig
formuliert. Eine moderne Sichtweise der KI betrachtet intelligente Systeme als
rationale Agenten, die mit der Welt interagieren. Ein solcher Agent, sei es ein
autonomer Roboter oder ein Softwareagent im Internet, sieht sich in dhnlicher
Weise wie ein Lebewesen einer komplexen dynamischen Umgebung ausgesetzt.
Das Ideal des perfekten Programms fiir einen solchen Agenten, das also eine al-
gorithmische Struktur realisiert, die alle moglichen Situationen antizipiert und

entsprechende Losungsalgorithmen bereithélt, wird mit zunehmender Komple-
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KAPITEL 1. EINFUHRUNG.

xitdt des Agenten und seiner Umgebung immer unerreichbarer. Stattdessen muf}
der Agent lernfihig sein, um mit qualitativ neuen Situationen zurechtzukommen
und seine Funktionsfihigkeit auch unter auflergewohnlichen Umsténden aufrecht-
erhalten zu koénnen.

Die Vorlesung will einen breiten Uberblick iiber das Gebiet des Lernens ge-
ben. Wir schlieflen uns dem Paradigma des (rationalen) Agenten an, wenn des-
sen Lernfdhigkeit im Vordergrund steht werden wir aber, wie in der Psychologie
iiblich, diesen als den Lerner bezeichnen. Ziel ist, mehr oder weniger vollstindig
das Repertoire bereitzustellen, mit dem ein Agent zum Lernen befihigt werden
kann. Die Betonung liegt dabei auf konkreten Algorithmen wobei die Praxistaug-

lichkeit ein wichtiger Aspekt der Auswahl war.

1.1 Definition des Lernens. Lernziele.

Lernen wird in den unterschiedlichen Wissensgebieten durchaus verschieden de-
finiert. Wir wollen uns der allgemeinen Definition des Lernens von H. Simon

anschlieflen:

e Lernen ist jeder Prozef} bei dem ein System selbstorganisiert seine Leistung
verbessert. Das kann durch Erwerb neuer bzw. Aktualisierung alter Kennt-

nisse oder Methoden erzielt werden.
Aus mehr psychologischer Sicht kénnen wir

e Lernen als einen Prozess definieren, der zu relativ stabilen Verdnderungen
im Verhalten oder Verhaltenspotential fiihrt und auf Erfahrungen aufbaut.
Lernen ist nicht direkt zu beobachten. Es muf§ aus den Verdnderungen des

beobachteten Verhaltens erschlossen werden.

(Zitat aus [57]).

Mehr eingeschrinkte Definitionen orientieren sich an den Lernzielen:

e Lernen ist Erwerb von Wissen (hauptséchlich im Zusammenhang mit Ex-

pertensystemen)

8 R. Der — Universitét Leipzig — Institut fiir Informatik



1.2. FORMEN DES LERNENS.

e Lernen ist Erwerb von Geschicklichkeit. Psychologische Erkenntnisse (Nor-
man 80) besagen: Fertigkeiten wachsen durch Ubung auch nach verbaler

Instruktion noch weiter. Dieser Lernvorgang ist bisher wenig verstanden.

e Lernen als Verstehen: Bildung von Theorien und induktive Inferenz (Ablei-

tung allgemeiner Gesetze oder Regeln aus Beispielen)

Die hier ohne Anspruch auf Vollstédndigkeit formulierten Lernziele — Leistungs-
verbesserung, Erwerb von Wissen oder Geschicklichkeit, Verstehen — kénnen
durch Interaktion mit der (gegebenenfalls um eine Lernumgebung = Lehrer er-

weiterten) Welt erreicht werden.

1.2 Formen des Lernens.

Die Art der Interaktion mit der Welt und die Spezifik der Lernumgebung definiert

die Form des Lernens. Wir unterscheiden prinzipiell die folgenden Fille:

e Uberwachtes Lernen oder Lernen mit Lehrer: Hier besteht die Funktion
des Agenten meist darin, richtige Antworten zu geben, d. h. das adapti-
ve System soll lernen, ganz bestimmte Input-Output-Relationen zu repro-
duzieren und zu verallgemeinern, die ihm von einem Lehrer in Form von

Beispielen vorgelegt wurden, vgl. s. Abbildungen 1.1 und 1.2.

e Nichtiiberwachtes Lernen: Hier lernt der Agent vollig selbstindig gewisse
Zusammenhénge zwischen den Input-Daten zu erkennen und entsprechende

Output-Informationen zu erzeugen, vgl. Abb. 1.3.

e Wenn die Reaktion des Agenten eine Aktion ist (z. B. Regelimpuls,
Ausfiihren einer Handlung), der die Welt beeinfluit, dann kann die zu erler-
nende Funktion darin bestehen, die in der aktuellen Situation beste Aktion
auszugeben. Wenn es keinen Lehrer gibt, der diese Aktionen kennt, dann
erfolgt das Lernen durch Tun, d. h. es werden immer neue Aktionsstra-
tegien ausprobiert, bis die beste gefunden ist. In letzterem Falle kann das
adaptive System noch weiter in einen informationsverarbeitenden Anteil

und einen Aktionsteil untergliedert werden.

Vorlesung Maschinelles Lernen 9



KAPITEL 1. EINFUHRUNG.

I nput
Lernendes/System Output
®
\
Solloutput
] Lehrer

Abbildung 1.1: Beim iiberwachten Lernen wird dem Lernenden System (Lerner)
von einem Lehrer zu jedem Input der gewiinschte Solloutput vorgegeben. Im
vorliegenden Fall kommen die Inputs von einer beliebigen externen Quelle, die

Lehrer und Lerner gemeinsam sehen.
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1.2. FORMEN DES LERNENS.

Input
L ernendes/System Output
@
\
Solloutput
Lehrer

Abbildung 1.2: Wie Abbildung 1.1 aber fiir den Fall, dal der Lehrer die Inputs
fiir das lernende System selbst erzeugt, wie es z. B. der Fall ist, wenn der Lehrer
Beispielinstanzen fiir einen nur ihm bekannten Funktionszusammenhang gene-

riert.

Input Output
L ernendes System

Abbildung 1.3: Nichtiiberwachtes Lernen (unsupervised learning). Der Lerner er-
kennt selbsténdig — meist aus den statistischen Eigenschaften der Datenverteilung
— Strukturen oder innere Zusammenhéinge der Daten. Typisches Beispiel ist die

Clusterung von Daten.

Vorlesung Maschinelles Lernen 11



KAPITEL 1. EINFUHRUNG.

L ernendes System
(Agent)
Reinforcement
Zustand Aktion
= Bewertung
Welt - |

Abbildung 1.4: Reinforcement Lernen. Der Lerner iibt in Abhéngigkeit vom ak-

tuellen Weltzustand eine Aktion aus. Dadurch veridndert sich die Welt. Ist ein

Zielzustand erreicht dann gibt die Bewertungssinstanz eine definierte Menge von

Reinforcment an den Agenten aus.

12
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1.3. ARTEN DES LERNENS.

1.3 Arten des Lernens.

Der Lernmodus (Form des Lernens) ergibt sich aus der Art der Wechselwirkung
des Agenten mit der Welt. Diese Wechselwirkung - genauer der Konflikt zwischen
den aktuellen und den optimalen Leistungen des Systems - ist die Triebkraft fiir
die adaptive Verdnderung des lernenden Systems. Die gewiinschte Verdnderung
der Eigenschaften des Agenten gelingt durch die gezielte, vom Agenten selbst
organisierte Beeinflussung seiner adaptiven Komponenten. Je nach Art der va-

riablen Elemente unterscheidet man beispielsweise die folgenden Fiélle:

e Parameterlernen: Die in technischen Systemen hiufigste Form. Beispiel:
Ein Regler, dessen Regelfunktion von einer Reihe von Parametern abhingt,

die zielorientiert durch einen geeigneten Lernalgorithmus verdndert werden.

e Strukturlernen: Hierbei wird die innere Struktur des lernenden Systems

verandert.

e Adaptive Programmierung: Fiir programmgesteuerte Systeme ist das

Programm die variierbare Komponente des lernenden Systems.

Der Lernmechanismus bestimmt die Art der EinfluBnahme auf die Eigen-
schaften des adaptiven Systems zur Verbesserung seiner Funktion. Diese héingt
natiirlich in entscheidender Weise von der Struktur des adaptiven Systems ab.
Ein entscheidendes Problem fiir die praktische Realisierung des Lernens ist die
Frage, wie die optimale Einstellung der variablen Elemente des lernenden Systems

gefunden werden soll.

1.4 Verfahren des Lernens.

Prinzipiell ist Lernen ein Optimierungsproblem, d. h. es gilt, {iber die variablen
Elemente die Eigenschaften des lernenden Systems so lange zu dndern, bis die op-
timale Performance erreicht ist. Allerdings mufl Lernen genauer als Optimie-
rungsproblem bei unvollstindiger Apriori-Information betrachtet wer-
den, da meist nur eine begrenzte Anzahl von (oft verrauschten) Trainingsinstan-

zen vorliegt, die der Lerner dann generalisieren muf}. Auflerdem erfolgt Lernen

Vorlesung Maschinelles Lernen 13



KAPITEL 1. EINFUHRUNG.

meist im On-line-Betrieb, so dafl die Kostenfunktion nicht statisch sondern da-
tengetrieben variabel ist. Deswegen und wegen der Gefahr der kombinatorischen
Explosion beruht ein praktikabler Lernalgorithmus auf speziellen Optimierungs-
strategien und insbesondere auf einer zielorientierten Variation der Eigenschaften
des Lerners. Die Konstruktion und Analyse effektiver Verfahren des Lernens (Ler-
nalgorithmen) stellt die eigentliche Herausforderung des Maschinellen Lernens

dar. Beispiele:

e Gradientenverfahren sind vor allem im Fall des Lernens mit Lehrer an-
wendbar, da die Abweichung der Antwort des Systems von der Sollantwort
eine Art Giitefunktion fiir ein Optimierungsproblem darstellt. Verrauschte
bzw. unvollstindige Trainingsinstanzen fiihren auf stochastische Gradien-

tenverfahren.

e Statistische Lernverfahren kommen zur Anwendung, wenn die zu erler-
nende Funktion probabilistisch formuliert ist. Beispiel: Adaptive Konstruk-

tion eines optimalen Bayesklassifikators.

e Heuristische Suchverfahren sind Methoden, um insbesondere bei Baum-
suchverfahren nur einen kleinen Teil des gesamten Suchraumes absuchen zu

miissen.

e Genetische Algorithmen sind Suchverfahren, die als kollektive Pro-
blemlosestrategien oder kollektive Optimierungsverfahren betrachtet wer-
den konnen. In jiingster Zeit sind sie fiir lernende Systeme von besonderem
Interesse, da mit der Methode der genetischen Programmierung Compu-
terprogramme als lernende Systeme betrachtet und entsprechend adaptiv
variiert werden. Diese Verfahren realisieren weitgehend die Idee des sich

selbst programmierenden Computers.

1.5 Metrische vs. nichtmetrische Daten.

Die konkrete Ausfiihrung eines jeden Lernverfahrens orientiert sich im allgemei-

nen stark an der Natur der Daten fiir die es konzipiert wurde. Eine Einteilung

14 R. Der — Universitét Leipzig — Institut fiir Informatik



1.5. METRISCHE VS. NICHTMETRISCHE DATEN.

(von vielen méglichen) der Lernverfahren orientiert sich an einer Unterscheidung
in metrische und nichtmetrische Daten.

Generell erhélt der Lerner Informationen iiber die Objekte der Welt in
Form des Merkmalsvektors x. Die Komponenten x; des Merkmalsvektors x =
(21, ..., z,) sind die Attribute des Objektes. Beispiel: Steckbrief einer Person

z = (< Grofle >, < Augenfarbe >, ...)

Die Attributwerte kénnen je nach Doméne rellwertig, ordinal, nominal oder be-
liebige symbolische Ausdriicke sein.

Die mathematische Natur dieser Vektoren héngt stark vom Datentyp ab. Be-
schreibt = beispielweise den Zustand eines physikalischen oder technischen Sy-
tems, dann ist es sinnvoll, x als einen “echten” Vektor im R" zu betrachten, d.h.
der Abstand zwischen zwei Objekten mit Datenvektoren = und z' ist durch die
Euklidische Metrik gegeben

d(z,z') = Z (2, — 2)? (1.1)

Damit gilt fiir drei beliebige Vektoren x,y, z die Dreiecksrelation
d(z,y) +d(y, z) = d(z, 2) (1.2)

Diese fundamentale Relation ist nicht nur fiir die Euklidische Metrik erfiillt son-
dern gilt allgemein fiir eine Vielzahl anderer Abstandsdefinitionen. Wir wollen
Daten, fiir die die Dreiecksrelation gilt, metrische Daten nennen.

Allerdings gilt die Dreiecksrelation gerade fiir viele in der Informatik wich-
tigen Datentypen nicht. Das ist insbesondere der Fall, wenn die Komponenten
des Merkmalsvektors nominale oder symbolische Ausdriicke sind. Dann gibt es
keine algebraische Definition des Abstandes wie etwa Gl. (1.1). Stattdessen sind
die Abstdnde paarweise beliebig vorgegeben, so dafl das Erfiilltsein der Dreiecks-
relation eher die Ausnahme darstellt. Daten dieses Typs heiflen nichtmetrische
Daten.

In den ersten drei Kapiteln der Vorlesung werden zunéchst Lernverfahren
behandelt, die fiir metrische Daten besonders gut geeignet sind. Diese leiten sich
von geometrischen Vorstellungen iiber die Verteilung der Datenvektoren im Raum

ab und setzen damit stillschweigend die Giiltigkeit der Dreiecksrelation voraus.

Vorlesung Maschinelles Lernen 15



KAPITEL 1. EINFUHRUNG.

Danach folgt in Kap. 5 und in folgenden Kapiteln die Darstellung der Verfah-

ren fir nichtmetrische Daten.

16 R. Der — Universitit Leipzig — Institut fiir Informatik



Kapitel 2

Parameteradaptive Lernverfahren

2.1 Anliegen

Wir beschiftigen uns in diesem Kapitel mit lernenden Systemen, deren Eigen-
schaften durch einen Satz von Parametern, zusammengefafit in einem Parame-

tervektor w € RP, kontrolliert werden. Mathematisch kann das lernende System

T — Lern.—System — (%1
mit
T, = Par.—Vektor = YUm
w

durch seine Transferfunktion

y =S (z;w) (2.1)
definiert werden, wobei z = (1, ..., z,) der Input in das System, y = (y1, ..., Ym)
der assoziierte Output und w = (wy, ..., w,) der Vektor der Systemparameter ist.

Ein parameteradaptives Lernverfahren leistet die Anpassung dieser Parameter
dergestalt, dafl das lernende System eine vorgegebene Aufgabe moglichst gut
erfiillt.

17



KAPITEL 2. PARAMETERADAPTIVE LERNVERFAHREN

2.2 Lernen aus Beispielen

2.2.1 Aufgabenstellung

Beim Lernen aus Beispielen geht es um die Inferenz eines dem Lerner unbekannten

Funktionszusammenhanges
y = f(z), reR", yeR™

anhand von Beispielen fiir diesen Funktionszusammenhang. Jedes Beispiel ist eine
Instanz, also ein Paar (x,y) mit y = f (), des Funktionszusammenhanges. Im
allgemeinen sieht der Lerner nur eine beschrinkte Menge solcher Instanzen, d. h.
es existiert eine Menge €2 von Inputs x fiir die der Lerner die zugehorigen Outputs

y sieht. Diese Instanzen, also die kombinierten Vektoren z

z = (x, ys"”) = (xl, o,y ,yf,f”) , 1€ (2.2)

bilden die Trainings— oder Beispielmenge fiir den Lerner, wobei y**! = f (z) der
vom Lehrer vorgegebene Sollwert zum Input x € ) ist.

Im konkreten Fall der Funktionsanpassung ist zu beachten, daf§ die Funkti-
onswerte auch verrauscht (durch MeBfehler oder andere Storgrofien verfilscht)

sein konnen, d. h. die Sollwerte sind

Yol = fz) 4+ € (2.3)

wobei die Storgrofie € durch eine Zufallszahl modelliert werden kann, die potentiell

ebenfalls von x abhéngt.
In Gleichung (2.3) ist stillschweigend angenommen, daf§ die Zufallszahl nicht von z selbst
abhéngt. Das entspricht dem Fall des sog. additiven Rauschens. Viel komplizierter ist i.a. der

Fall des multiplikativen Rauschens
y*! = f(@) + g(,€) (2.4)

mit einer beliebigen Funktion g. Beispiel: g(x, &) = &x.

Ein wichtiger Anwendungsfall ist die Systemidentifikation bzw. -
Modellierung. Dabei soll der Lerner das Input—Output Verhalten eines
unbekannten Systems modellieren, wobei die Sollvorgaben y:°" der Trainingsbei-
spiele durch den Output des Zielsystems fiir den gemeinsam anliegenden Input

x gegeben sind, das ist die in Abb. 1.1 dargestellte Situation.
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2.2.2 Allgemeines zum Lernen aus Beispielen

Das Lernen aus Beispielen zdhlt auch in psychologischer Hinsicht zu den am be-
sten verstandenen Lernmodi. Die zu erlernende Aufgabe besteht hier darin, an-
hand einer Reihe von Trainingsbeispielen das Soll-Verhalten (z. B. die Funktion
f(z)) zu erlernen. Die Trainingsbeispiele bestehen dabei meist aus einer Men-
ge von Input-Output-Relationen, das Ziel-Verhalten in der Reproduktion und
Generalisierung dieser Relationen. Generalisierung heifit dabei, die richtige Zu-
ordnung auch fiir Input-Output-Paare zu produzieren, die nicht Elemente des
Trainingssatzes bildeten aber der gleichen Bildungsvorschrift geniigen. Die rich-
tige Generalisierung entspricht also der Inferenz dieser Bildungsvorschrift, d. h.

der Regel, die den Input-Output-Relationen zugrundeliegt.

2.2.3 Die Kostenfunktion

Ziel des Parameterlernens ist, die Parameter so einzustellen, daf fiir die Elemente

des Trainingssets, d. h. fiir Inputs x € 2 die Output-Werte geméaf 2.1 moglichst

soll

wenig von den entsprechenden Sollwerten y**"* abweichen. Die Abweichungen wer-

den {iblicherweise mittels einer Kostenfunktion gemessen, wie z. B. die Summe

der quadratischen Abweichungen der Soll- von den Ist-Werten. Fiir eine einzelne

soll)

Instanz z = (x, y**") schreiben wir

E (r|w) = %Z (g — 52" (2.5)
=3 (Si(ww) = " ()"

=1

Ziel ist natiirlich die Mimimierung der iiber alle Instanzen gemittelten Kosten

Ew) = =" F (sw) (2.6)

N QNQ TN

wobei Nq die Zahl der Trainingsinstanzen ist. Die Lernaufgabe ist im Idealfall
genau dann gelst, wenn die Kostenfunktion fiir nichtverrauschte Daten den Wert

Null erreicht. Dieser Fall impliziert die folgenden Voraussetzungen:

Vorlesung Maschinelles Lernen 19



KAPITEL 2. PARAMETERADAPTIVE LERNVERFAHREN

e Das Erfiilltsein der sog. closed world assumption, d.h. dafl die vorhandenen
Daten die Welt vollsténdig erfassen, so dafl kein Generalisierungsproblem

auftreten kann.

e Der Lerner hat eine ausreichende Kapazitét, d. h. er ist hinreichend flexibel,

so daf} er die Funktiion auch wirklich realisieren kann.

Die Quadratsumme der Fehler ist nicht immer die beste Kostenfunktion. Will
man z. B. erreichen, dafl Ausreifler (das sind Instanzen bei denen die Abweichung
zwischen Ist—und Sollwert besonders grof ist) nicht so stark in die Kostenfunktion

eingehen, dann kann man z. B. die Kostenfunktion

B)= 5 S5

zeN i=1

verwenden. Allgemein kann man den Grad der Bewertung der Ausreifler durch

eine Kostenfunktion der Form

1 m
E(w) = mzz ly; — yi'|” (2.7)

e i=1

iiber den Parameter p einstellen.

2.2.4 Kostenfunktionen mit Nebenbedingungen

Unabhéngig von der Form der gewihlten Kostenfunktion muf3 es nicht immer
giinstig sein, unter allen Umstdnden das niedrigste Kostenniveau anzustreben,
z.B. wenn den technisch realisierbaren Werten der Parameter Grenzen gesetzt
sind oder wenn die Zahl der Parameter so groB ist, daf$ die Gefahr der Uberan-
passung (overfitting) an verrauschte MegroBen besteht.

Zusatzforderungen an die Parameter konnen leicht durch entsprechende Terme
in der Kostenfunktion Beriicksichtigung finden. Wenn beispielsweise die Neben-
bedingung in der Forderung besteht, dafl die Norm des Vektors w nicht zu grof3
werden soll, dann ist ein geeigneter Ansatz eine

Kostenfunktion mit Nebenbedingung:

E(w) = ﬁ SON (- w™) A sz (2.8)

zeN =1
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wobei der ”Strafterm” fiir A > 0 die Kosten vergrofiert, sobald die Norm des
Parametervektors wichst. Die Gréfie von A bestimmt dabei, wie stark diese Ne-

benbedingung Beriicksichtigung findet.

2.2.5 Gewichtete Kostenfunktionen

Treten Inputs  mit unterschiedlicher relativer Haufigkeit auf oder sollen die Trai-
ningsinstanzen unterschiedlich stark beim Lernen beriicksichtigt werden, dann
bietet sich die Einfiihrung von Gewichten in der Kostenfunktion fiir die verschie-

denen Trainingsinstanzen an

B(w) = 53 30 30 Q) (1~ ™)’ 29)
zeQ i=1

Sind die x mit Verteilungsdichte p(x) kontinuierlich verteilt, dann liefert Q(z) =
1/p(z) eine von der statistischen Verteilung der Daten unabhéingige Kostenfunk-
tion. Treten andererseits im diskreten Fall die x mit unterschiedlicher relativer
Héufigkeit als Inputs auf, ist Q(z) diese Haufigkeit und soll der Lerner hiufiger
anfallende Beispiele stirker beachten, dann ist 2.9 gerade die richtige Kosten-
funktkion.

2.2.6 Allgemeine Formulierung der Kostenfunktion

Allgemein fallen die Beispiele z = (z,y*") gemif einer Verteilung P(z) an, die

allerdings meist unbekannt ist. Die allgemeinste Kostenfunktion lautet dann
E(w) = /dP(z)E(z,w) (2.10)

wobei E(z,w) der bei gegebenem Papramtervektor w fiir ein bestimmtes Trai-

soll)

ningsbeispiel z = (z,y beobachtete Fehler ist. Beispielsweise gilt fiir den qua-

dratischen Ansatz
m

E(zw) =Y (Si(w,w) — ")’ (2.11)

i=1
Nach Vapnik [51] ergeben sich die zentralen Fragen der Lerntheorie aus der

Tatsache, daf§ die Verteilung P(z) im allgemeinen nicht bekannt ist sondern daf

Vorlesung Maschinelles Lernen 21



KAPITEL 2. PARAMETERADAPTIVE LERNVERFAHREN

eben nur eine geméf der Verteilung P zufillig gezogene endliche Menge (2 von N
Trainingsbeispielen vorliegt. Anstelle von Gl. (2.10) ist die Kostenfunktion
1
E(w) = N ZE(Z, w) (2.12)

z2€Q
In Termen dieser sog. empirischen Kostenfunktion konnen die Fragen nach der

Konsistenz, der Konvergenzgeschwindigkeit und der Verallgemeinerungsfahigkeit

allgemein untersucht werden, vgl. [51].

2.3 Gradientenverfahren

Die Kostenfunktion E (w) ist eine Funktion der variablen Parameter w des lernen-
den Systems. Wir konnen uns E als ein Gebirge iiber dem Raum der Parameter

vorstellen.

2.3.1 Minimierung der Kostenfunktion durch Gradien-

tenabstieg

Die einfachste Methode zur schrittweisen Minimierung der Kostenfunktion ist ein
Gradientenverfahren, d. h. wir wihlen in jedem Schritt das Inkrement Aw von
w proportional zum Gradienten von E (w)

Gradientenverfahren:

0
Aw = —¢ %E (w) (2.13)

Die Lernregel bedeutet fiir die i~te Komponente w; des Parametervektors w eine
Verschiebung um Aw;, die mit Faktor € proportional zum Anstieg der Kosten-
funktion ldngs der i—ten Achse des Koordinatensystems (das den Parameterraum
RP aufspannt) ist.

Der Vektor

0 0 0

ist der Gradient von F im p-dimensionalen Raum. Seine Komponenten sind ge-
rade die Ableitungen der Funktion E(w) ldngs der Koordinatenachsen. Da die
Ableitung den Anstieg S von E ldngs der jeweiligen Achse bemifit, ist der Gradi-
ent ein Vektor S in Richtung des steilsten Anstieges dessen Linge zum Anstieg

langs dieser Richtung proportional ist.
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Die Lernregel 2.13 bedeutet offensichtlich
Aw = —eG(w) (2.15)

Der Abstieg in der Fehlerlandschaft erfolgt in Richtung des negativen Gradienten
mit einer Schrittweite, die mit Faktor e proportional zur lokalen Steilheit des
Gebirges in Richtung des Gradienten ist.

Damit leistet dieses Verfahren einen lokal optimalen Abstieg in der Land-
schaft der Kosten, wobei der Lernparameter € die Grofle des Lernschrittes ska-
liert. Mit einem Schrittzéhler (Zeit) t = 0,1,2,... wird der Parametervektor eine

Funktion der diskreten Zeit ¢ und 2.13 kann auch als
w(t+1)=w(t) —eG (w(t)) (2.16)

geschrieben werden. Fiir hinreichend kleine € konvergiert der Vektor w (¢) gegen

das nichstgelegene Minimum der Fehlerfunktion.
In C**-Notierung schreiben wir die Lernregel (2.15) bzw. (2.16) als

w— = eG(w) (2.17)

2.3.2 Konvergenzbetrachtungen

Zur Diskussion des Konvergenzverhaltens fiir beliebigen Lernparameter e betrach-
ten wir den trivialen Fall eines skalaren Parameters w € R! und einer einfachen

quadratischen Kostenfunktion

1
E=a(w- b)* (2.18)
so dafl
Aw = —n (w—0b), n = ae (2.19)
Mit dem Ansatz
w(t) —b=e"" [w(0) — b] (2.20)
und Umschreiben von 2.19 in
w(t+1)—b
—_— =1 2.21
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finden wir, dafl mit
n=-—1In(l-n), 0<n<l1 (2.22)

der Ansatz 2.20 tatsédchlich die Differenzengleichung 2.19 16st.

Fiir < 1 konvergiert w (¢) offensichtlich exponentiell gegen b. Ahnlich liest
man aus Gleichung (2.21) ab, daf§ w fiir 1 < n < 2 ebenfalls exponentiell aber
mit alternierendem Vorzeichen konvergiert wihrend w (t) fir n > 2 divergiert,
denn dann ist |1 —n| > 1 in (2.21). Das ist bei der Parameterwahl zu bertick-
sichtigen, sonst kann man offensichtlich bése Uberraschungen erleben. Der Fall
n = 1 ist getrennt zu behandeln, man sieht unmittelbar, dafl in diesem Fall die
Konvergenz in einem einzigen Schritt erfolgt. Fiir n = 2 schliefllich ergibt sich
w(t+ 1) = —w(t), d.h. w &ndert nur das Vorzeichen. Fiir << 1 findet man

durch Reihenentwicklung des Logarithmus
R =e€a (2.23)

Die Konvergenzgeschwindigkeit ist also direkt proportional zur Schrittweite € und
zur Kriimmung (s.u.) a der Fehlerfunktion.

Die obigen Uberlegungen haben allgemeinere Bedeutung. Fiir eine hinreichend
glatte Fehlerfunktion gilt in einer gewissen Umgebung um ein Minimum w = wy;y,
die Ndherung (w sei der Einfachkeit halber weiter ein Skalar)

B () = E (i) + 5 (1 = i) B (i) (2:24)

(Taylorentwicklung unter Beriicksichtigung von E’ (wyi,) = 0). Liegt der Start-

wert w (0) von w in diesem Bereich dann gilt in gleicher Niherung
w (1) — Wmin = € [w (0) — Winin] (2.25)

mit
f=—1In(1—€eE" (Wpin))

wobei E” (wyi,) gerade die Kriimmung der Fehlerfunktion am Minimum ist'.

!Die Kriimmung K einer Kurve y = f (w) im Punkt w ist durch K = definiert,

fll
(1+f12)%/2
wobei f/ = %f(w) und f" = dd—;f(w). In einem Extremum gilt wegen f' = 0 somit K =

f” (weactr ) .
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Die Bedeutung der Parameter wird besonders klar, wenn wir die Update—
Regel mit 7 = 1/¢ als
oF

Aw = —— 2.2
TAWw 5 (2.26)

schreiben und ¢E” << 1 annehmen. Dann wird 2.25 (mit In (1 — z) &~ —x fiir
r<<1)
w (1) — Wenin = € [w (0) — Winin] (2.27)

wobei

te=1p (2.28)

Formel 2.27 besagt, dafl die Ann&herung an das Minimum exponentiell schnell
mit der Zeitkonstanten t. erfolgt, die das Produkt der absoluten Zeitkonstanten
7 des Lerners mit dem Kriimmungsradius p = 1/E" (wpn) der Fehlerfunktion am
Minimum ist. Eine monotone Konvergenz des Verfahrens ist nur gesichert, wenn

t. <1 ist.

2.3.3 Ubergang zur Differentialgleichung

Fiir hinreichend kleine € approximiert der Differentialquotient den Differenzen-
quotient beliebig genau (unter Vorraussetzung der Stetigkeit des Gradienten), so
dafl 2.13 bzw. 2.15 in

w=—eG (w) (2.29)

iibergeht, wobei der Punkt die Ableitung nach der Zeit bedeutet und w = w ().
(2.29) ist damit ein Satz von p Differentialgleichungen fiir w € RP.
In der Umgebung eines Minimums w,,;, der Fehlerfunktion reproduziert sich

(wegen des verschwindend kleinen € ) automatisch (2.27), d. h.
w (1) = Winin = €~ [w (0) — Winin] (2.30)
wobei w (0) der Startwert fiir den Parameter w ist. Fiir die Kosten gilt
2t

E(w(t) = ae™™ (w(0) — w)’

Das Gradientenverfahren erzielt also eine exponentielle Anniherung an den op-

timalen Kostenwert E = 0.
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2.4 Gitekriterien

Das obige allgemeinen Verfahren treibt den Lerner in das nichstgelegene Mini-
mum. Das muss nicht immer das beste Ergebnis sein, sogar wenn das globale
Minimum erreicht wurde. Insbesondere droht bei korrumpierten (verrauschten)
Daten immer die Gefahr der Uberanpassung (Overfitting), d. h. daB es der Ler-
ner nicht oder nur unvollstéindig schafft, die unter dem Rauschen liegende Ge-
setzméfigkeit richtig zu erfassen. Das duflert sich z. B. darin, daf} der Lerner neu

hinzukommende Daten in der Regel nur sehr schlecht représentieren kann.

Aufteilung in Trainings— und Testmenge

Liegen ausreichend viele Daten vor, so empfiehlt sich die Aufspaltung der ge-
samten Trainingsmenge in eine aktive Trainingsmenge Ty, und eine (kleinere)

Testmenge Tyes, s. Abbildung 2.1.

Menge

aler
Trainingsheispiele

Aktive

Trainingsmenge

Abbildung 2.1: Zur Bewertung bzw. Verbesserung der Verallgemeinerungsfihig-
keit des Lerners wird die Gesamtmenge der Trainingsbeispiele aufgespalten. Der
Lerner sieht wihrend des Lernens nur die Beispiele aus der aktiven Trainingsmen-
ge Toptiv, seine Verallgemeinerungsfihigkeit erweist sich auf der (i. a. kleineren)

Menge T;.s; der Testbeispiele.

Der Verlauf des Fehlers iiber den Lernschritten ist dann fiir die akti-

ve Trainingsmenge und Testmenge unterschiedlich. Mit der Entwicklung eines
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“Verstdandnisses” der Daten durch Lernen auf der aktiven Trainingsmenge wird
sich auch der Fehler auf der Testmenge, deren Daten ja dem gleichen Bildungs-
gesetz unterliegen wie die aktiven Trainingsdaten, verringern. Das geht so lange
bis das Overfitting der Daten der aktiven Trainingsmenge einsetzt. Damit ist
der Wiederanstieg des Fehlers auf der Testmenge das geeignete Signal fiir den
Abbruch des Lernens.

Kreuzvalidierung (cross validation)

Sind nur wenige Daten vorhanden, so kann die Testmenge nicht hinreichend grof3
gewahlt werden, um eine verldfliliche Aussage iiber das mittlere Verhalten des
Lerners zu gewinnen. Die Aufteilung der Daten x € T auf das Mengenpaar
T oktiv, Tiest kann aber — etwa in einem Stichprobenverfahren — wiederholt aus-
gefithrt werden. Auf jedem T ., wird dann ein Lerner trainiert und wie oben
auf Ty, evaluiert. Das so geschaffene Ensemble von Lernern bietet eine grofiere
statistische Sicherheit fiir die Performanzbeurteilung.
Besteht speziell die Testmenge nur aus einem Datum, so konnen wir N Men-
genpaare
T® = {T\ 2%, 2} (2.31)

bilden, wobei 2z, = (zy, yi"), 21, € R™, yx € R™ das k—te Datum aus T, T\z; die
Trainingsmenge ohne dieses spezielle Datum und N die Gesamtzahl der Daten in

T ist. Jeder Lerner £ lernt individuell auf seiner Menge der aktiven Trainingsdaten

Tartiv = T\zg, sein Fehler Ey(w) wird beziiglich seines einen Testdatums zj
bestimmt
1
By = 5(S(wlzy) = y™")? (2.32)

Der Fehler iiber das Ensemble aus N Lernern ist dann

N
1
E= kzl o (2.33)

Dieser kann wie im Fall einer hinreichend grofien Testmenge als Kriterium fiir
den vorzeitigen Abbruch des Lernens zur Vermeidung des Overfittings eingesetzt
werden.

Hat man verschiedene Lerner, so kann man zu jedem eine solche Ensem-

bleaussage gewinnen auf deren Basis eine Auswahl unter den Lernern getroffen
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werden kann. Unterschiedlich strukturierte Lerner sind beispielsweise durch Funk-
tionsansitze mit unterschiedlich grofler Parameterzahl gegeben. Wird z. B. ein

Polynomansatz fiir den Lerner gemacht
M

S(wlz) = Zwlxl, r € R! (2.34)
1=0

so ist die Zahl der Parameter und damit die Flexibilitit des Lerners durch M
gegeben.

2.5 Simulated Annealing

Das Gradientenabstiegsverfahren ist ein sog. greedy Algorithmus, d. h. seine Stra-
tegie besteht darin, den Fehler in jedem Schritt um den maximal moglichen Be-
trag zu vermindern. Damit steuert er auf schnellstem Wege das néchstgelegene
Minimum an, ohne Riicksicht darauf, daf} es vielleicht noch andere, tiefere Minima
gibt. Er erreicht folglich immer nur das dem Startpunkt néchsterreichbare, lokale
Minimum. In der Praxis kann man diesen Nachteil durch vielfach wiederholte
Suche mit immer anderen Startpunkten teilweise ausrdumen.

Oft sind aber die Fehlerflichen durch eine Vielzahl lokaler Minima charakte-
risiert. Ist zudem der Suchraum hochdimensional, dann kann die Zahl der erfor-
derlichen Startpunkte schnell explodieren. Eine sehr erfolgreiche Strategie ist in
diesen Fillen das "simulated annealing”, das auf der Einfiihrung einer stochasti-
schen Update-Regel beruht. In der Terminologie des stochastischen Gradienten
bzw. der Langevin-Gleichung (s. Kap. 2.9) kann man auch von der Einfiihrung

eines kiinstlichen Rauschterms sprechen.

2.5.1 Stochastische Update—Regel

Algemein ergibt sich eine stochastische Update—Regel aus einer deterministischen
immer so, dafl der Vorgabe der deterministischen Regel nur mit einer gewissen
Wahrscheinlichkeit Py, (der sog. Akzeptanzwahrscheinlickkeit) gefolgt wird bzw.
dal mit der dazu komplementiren Wahrscheinlichkeit P, = 1 — Py, das Gegen-

teil ausgefiihrt wird. Im Falle des Gradientenabstiegsverfahrens
OF (w)

Aw; = —¢ Jw,

(2.35)
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heifit das, daf3
Update w — w + Aw  mit Wahrscheinlichkeit P, (2.36)
ausgefiihrt wird, ansonsten
Update w — w — Aw (2.37)

Es wird also mit der Riickweisungswahrscheinlichkeit P,,; = 1 — P,;, genau das
Gegenteil des von der Gradientenregel geforderten Updates und damit ein Schritt
aufwirts in der Fehlerlandschaft ausgefiihrt?.

Einen geeigneten Ansatz fiir diese Wahrscheinlichkeit findet man durch fol-
gende Uberlegung. Sicher sollte die Wahrscheinlichkeit eine Funktion von AFE
sein und zwar so, daf} grofie AE (weite Schritte) eher akzeptiert werden als klei-
ne, wobei die Stirke der Abhéngigkeit durch einen Parameter 3 regulierbar sein
sollte. Eine geeignete Funktion ist die logistische Funktion (eine tiefergehende
Begriindung findet sich in Kap. 2.5.3), d. h. wir schreiben

1
1+ efAE
(beachte dal AE < 0). In der Physik beschreibt die dort Fermifunktion genannte

P, = (2.38)

Funktion in 2.38 die Ubergangswahrscheinlickeit zwischen verschiedenen Energie-
niveaus unter dem Einflu} eines Umgebungsmediums der Temperatur 7' = 1/.
Im aktuellen Kontext ist es deshalb iiblich, den Parameter 3 als Inverses einer

fiktiven Temperatur T zu interpretieren
1
i=7
Zum Verstidndnis betrachten wir die folgenden Félle:

1. B|AE| < 1: Esist also |AE| < 1/ bzw. |AE| < T. Das ist der Limes sehr
hoher Temperaturen. Man sieht unmittelbar, daf} in der Grenze T — o0
Py, = Puy = 1/2. Die deterministische Vorschrift wird also nur in der
Hilfte der Fille befolgt, d. h. sie spielt gar keine Rolle.

2. B|AE| > 1: Es ist also |AE| > 1/8 bzw. |AE| > T. Das ist der Limes
sehr niedriger Temperaturen. Im Limes 7" — 0 folgt P,,, = 1, d. h. man

erhilt wieder die derministische Vorschrift (greedy Strategie).

?Das kann auch fiir den Udate Aw; jeder Komponente w; individuell ausgefiihrt werden
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Wie man aus 2.38 unmittelbar ableitet gilt auch

P
akz _ —BAE _ ,~AE/T (2.39)

Pabl

2.5.2 Simulated Annealing

Wie man sieht, wird fiir endliche Temperaturen in Abhéngigkeit von T" die greedy
Strategie nur mehr oder weniger ”sklavisch” befolgt. Mit anderen Worten, in
Abhingigkeit von der Temperatur kommt man aus einem Minimum, in das man
einmal geraten ist, mit gewisser Wahrscheinlichkeit (Entweichwahrscheinlichkeit,
s. a. Kapitel 2.6 ) auch wieder heraus.

Die Strategie des Simulated Annealing ist dann, den Lernprozefl mit einer
recht hohen Temperatur zu beginnen, so dafl man relativ unabhingig von der
genauen Form der Fehlerlandschaft grole Bereiche des Parameterraumes abléuft.
Dann wird die Temperatur und damit diese Entweichwahrscheinlichkeit nach ei-
nem geeigneten Regime langsam abgesenkt. Da diese Entweichwahrscheinlichkeit
um so kleiner ist, je tiefer das Minimum, kann man hoffen, dal man mit fort-
schreitender Abkiihlung mit hoher Sicherheit in einem besonders tiefen Minimum
steckenbleibt, vgl. [17, 19, 18].

Bemerkung: Das “echte” Simulated Annealing verwendet keine Gradienten-
information sondern erzeugt die Verschiebung Aw rein zufillig. Die folgenden
Uberlegungen beziehen sich streng genommen auf diesen “echten” Fall. Die hier
vorgestellte Variante ist sozusagen eine Hybridversion zwischen einem echten SA

und einem “echten” Gradientenabstieg.

2.5.3 Die Natur des stochastischen Lernprozesses

Durch den Ubergang zur stochastischen Update-Regel entspricht der Zeitverlauf
des Parametervektors einer konkreten Realisierung eines (Markovschen) stocha-
stischen Prozesses. Bei festgehaltener Temperatur erreicht dieser Prozefl einen
stationdren Zustand mit besonders einfachen Eigenschaften, was eben durch die
spezielle Wahl von P,;,, s. Gleichung 2.38 garantiert ist. Insbesondere ist die
Wahrscheinlichkeitsverteilung P(w) der Werte des Parametervektors w gerade

die aus der Statistischen Mechanik gut bekannte Boltzmann-Gibbs— Verteilung
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P(w) = 7 exp(~HE(w) (2.40)

wobei Z die Normierung garantieren soll.
Fiir die Ubergangswahrscheinlichkeit P,.(w — w') gilt das Prinzip der detail-
lierten Bilanz, d. h. daf die mittlere Zahl der Uberginge von einem Parameter-

vektor w nach w' gleich der Zahl der Ubergiinge von w' nach w ist
P(w)Py(w — w') = P(w') Py (w' — w) (2.41)

Des weiteren gilt fiir die Entweichwahrscheinlichkeit aus einem Minimum die
bekannte Kramer’s Regel, die im Kapitel 2.6 behandelt wird. Weitere interessante

Anregungen findet man in [3].

2.6 “*Entweichen aus einem lokalen Minimum

— Die Kramers’sche Formel

Die Formulierung der Lerndynamik als stochastischer Prozefl insbesondere die ex-
plizite Darstellung durch eine Langevin— oder Fokker—Planck—Gleichung (s. Kap.
2.9), setzt die lernenden Systeme in Beziehung zu bestimmten, gut untersuch-
ten physikalischen Systemen, fiir die eine Vielzahl von interessanten Ergebnissen
vorliegt, s. z. B. [50, 40, 14, 15] Von besonderem Interesse fiir den Umgang mit
lernenden Systemen sind etwa Aussagen iiber die mittlere Zeit, die der Lerner
braucht, um aus einem Minimum zu entweichen.

Angenommen wir fithren ein stochastisches Updaten wie im Kap. 2.5 beschrie-
ben aus oder unser Lernprozef} ist durch die Langevingleichung (2.55) beschrieben
(s. u.). Sei w der Einfachkeit halber ein Skalar. * Als Beispiel betrachten wir eine
Fehlerfunktion F (w) = z%¢~%. Diese hat ein Minimum an w = wy,;, = 0 und ein
Maximum an w = Wy, = 2. Wir nennen den Bereich w < 2 das Bassin des Mi-

nimums an w = 0 und konnen nun fragen, wie lange es im Mittel dauert, bis der

3 Ausfiihrungen zur Statistischen Analyse des Lernprozesses finden sich in Kap. 2.10
4AuBerdem nehmen wir ein weies Rauschen der Temperatur 7 in der Langevingleichung

(2.55) an und setzen E(w) = (E(w;x))
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E(w)

Barriere

%anﬂ

Abbildung 2.2: Ein lokales Minimum, begrenzt durch eine Barriere und das da-

zugehorige Bassin.

Lerner — charakterisiert durch seinen Parametervektor w — dieses Bassin verlifit.
Das kann genauer gefafit werden, indem wir nach der sog. mean first passage time
tmfp fragen, d. h. also nach der Zeit, die der Parameter unter der Lerndynamik
(im Mittel iiber viele solche Versuche) braucht, bis er — bei w = wy,;, startend —
zum ersten Mal die Bassingrenze, d. h. den Punkt w = wp,, iiberschreitet.

Man wird nun erwarten, daf ¢,,r, natiirlich von der Temperatur des Rau-
schens und von der genauen Form der Fehlerbarriere abhéngt, die der Lerner
iberwinden muf}. Erstaunlicherweise gestaltet sich dieser Zusammenhang aber
auflerordentlich einfach, die schon in den 40-er Jahren von dem Physikochemiker

Kramers gefundene Formel lautet®

2 oF
— 2.42
B (wmm) B ()] 7 (2:42)

tmfp T )

0F = FE(Wmax) — F (Wmnin)

wobei 0 also die Hohe der Barriere ¢, T die Temperatur des Rauschens und E”
die zweite Ableitung am Minimum wy,;, bzw. am Maximum wy,,, der das Bassin
begrenzenden Barriere ist (im Beispiel ist wp, = 0 und wya = 2). Der Vorfaktor
driickt die Proportionalitit zum Kriimmungsradien p ~ 1/|E"| der Fehlerfunk-

tion an den beiden Extrema aus. Bei gleicher Barrierenhohe AFE entweicht der

Die Formel gilt niherungsweise und zwar um so besser, je glatter die Fehlerlandschaft ist.
6§ E hier also nicht ein Update sondern die Barrierenhéhe.
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Lerner um so schneller aus dem Bassin, je weiter das Bassin bzw. je breiter die
Schwelle (groBer Kriimmungsradius an w = Wy, bzw. w = wWpyay) ist.

In ihrem wesentlichen Teil — der Exponentialfunktion — héngt die mean first
passage time offensichtlich ausschliellich von der Héhe und nicht von der genauen
Gestalt der zu iiberwindenden Fehlerbarriere ab. Insbesondere geht die Stérke
(Temperatur) des Rauschens nur hier ein. Bei gegebener Barrierenhthe §F geht
die mean first passage time fiir wachsende (abnehmende) Stérke des Rauschens
exponentiell gegen Null (Unendlich).

Dieser Zusammenhang zwischen Barrierenhéhe AFE und Temperatur des Um-
gebungsmediums ist in der physikalischen Chemie als Arrhenius’sches Gesetz der
Zerfallszeit von Molekiilen bekannt”.

Eine Vielzahl weiterer interessanter Resultate findet sich vor allem in [14, 15]

2.7 Stochastische Gradientenverfahren. On-—

line Lernen.

Bisher haben wir angenommen, daf3 die Beispielmenge a priori bekannt ist, so dafl
die Kostenfunktion (2.6), die ja die Summation iiber alle z € Q erfordert, explizit
berechnet werden kann. Das entspricht in vielen Féllen nicht den Gegebenheiten
des Lernvorganges.

AuBlerdem mufiten wir, um der Gefahr des “Versackens” in den lokalen Mini-
ma zu entgehen, kiinstliche Storterme einfiihren, s. Kap. 2.5. Bei den im folgenden
besprochenen on-line Verfahren ergeben sich &hnlich hilfreiche Rauschterme au-

tomatisch.

2.7.1 On-line Lernen

Praxistypisch ist ein on-line Lernen, bei dem jedes dem Lerner prisentierte Trai-
ningsbeispiel einen Lernschritt auslost. Damit ist die Kostenfunktion vom ak-
tuellen Trainingsbeispiel abhéngig. Werden die Beispiele zufillig (mit einer ge-

gebenen Wahrscheinlichkeitsverteilung) aus der Menge 2 der Trainingsbeispiele

"In den physikalischen Formeln erscheint T mit der Boltzmannkonstanten k multipliziert.

Formel 2.42 bleibt giiltig, wenn wir die Mafeinheit fiir die Temperatur so wihlen, dal & = 1.
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ausgewdhlt, so ergibt sich ein stochastisches Gradientenverfahren. Die Kosten-
funktion hingt jetzt explizit von Z = (z,7*"), x € Q ab, d. h. wir erhalten
eine

Stochastische Kostenfunktion:

m

E(w,x) = %Z (vi — yis"”)2 = %Z [S;i (w, ) — yfou]2 , T€EQ (2.43)

i=1 i=1
Die bisher betrachtete Kostenfunktion E ist der Mittelwert der stochastischen
Kostenfunktion. Der Lernalgorithmus ist nun ein

Stochastisches Gradientenverfahren:

0
_eﬁwiE (w, x) (2.44)

Das ist ein datengetriebener Algorithmus, da bei jeder Présentation eines Da-

Awi =

tums x ein Lernschritt vollzogen wird.

Gleichung (2.44) erzeugt mit ¢ = 0,1, ... einen zeitdiskreten stochastischen
Prozef w (t). Dieser Prozef ist speziell ein Markow-Prozef, wenn die Vektoren x
zu jedem Zeitpunkt unabhéngig voneinander aus der Menge {2 gezogen werden.
In jedem Falle beschreibt w (t) eine Zufallswanderung im Raum der Parameter-
vektoren und die Frage ist, unter welchen Bedingungen dieses Verfahren gegen

das Minimum der mittleren Kosten F (w) konvergiert.

2.7.2 Stochastische Approximation

Der in Gleichung (2.44) eingefiihrte Gradient
0
G (w,z) =V F (w,z) = . E (w,x) (2.45)
w
heiflt wegen seiner Abh#ngigkeit vom Zufallsvektor x stochastischer Gradient.
Wegen dieser Abhéngigkeit kann im allgemeinen w (t) nicht gegen einen festen
Wert konvergieren, weil der Gradient in Abhéngigkeit von x immer wieder andere
Werte annehmen wird. Eine Konvergenz kann aber erzwungen werden, wenn die
Schrittweite € des Verfahrens zunehmend reduziert (”eingefroren”) wird, d. h. wir

wéhlen den Lernparameter € zeitabhéngig

0
o E (w,z) (2.46)

Unter geeigneten Annahmen fiir die stochastische Folge der Inputs z gilt folgender

Aw; = —¢;
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Satz: Fiir eine stetig von w abhingige Funktion F (w,z) konvergiert der sto-
chastische Prozefl w () mit Wahrscheinlichkeit 1 im quadratischen Mittel

gegen einen festen Wert w,,

Plim (o () —wel?) < ] =1

falls . N
Z €, = 00, Zef < 00 (2.47)
t=1 t=1

Der erreichte Parametervektor w., entspricht dabei einem (nicht unbedingt dem
globalen) Minimum der Funktion E (w). Eine detaillierte Darstellung findet sich
in [52, 51].

Obwohl wir mit dem stochastischen Gradienten und damit in einem on-line
Lernverfahren arbeiten, erreichen wir durch das Abkiihlen des Lernparame-
ters letztendlich doch ein Minimum der gemittelten Kostenfunktion (2.6) bzw.
(2.10),(2.12). Das ist der Sinn der stochastischen Approximation.

Da die Reihe Y77, & fiir v < 1 divergent ist, erfiillt

1 1
€@ = €opy mit g <ac< 1 (2.48)
das Kriterium 2.47. Etwas giinstiger ist der Ansatz

1 1
= — - <a<l 2.49
€t (t+t0)a7 2 « ( )

bei dem {iiber einen Zeitraum t, der Wert des Lernparameters relativ konstant
bleibt und erst dann die Abkiihlung voll greift. Der ¢, Term verhindert also die
Uberbewertung der anfinglich (t < to) prisentierten Trainingsbeispiele. Fiir ¢ >>
to ist 2.49 dem Ansatz 2.48 dquivalent.

In der Praxis wird oft ein iiber einen Zeitraum 7" lineares Abkiihlen von einem

Anfangswert ¢, auf einen danach konstant gehaltenen Endwert ¢

60+%(61—60) fir 0<t<T
€t — (250)
€1 fiir T S t

bevorzugt. Eine andere Moglichkeit ist ein exponentielles Abkiihlen. Dieses kann

durch eine Update-Regel fiir das ¢; realisiert werden, d. h. wir inkrementieren ¢,
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im Zeitschritt ¢ durch

1
Aﬁt — —— € (251)
Lo

wobei ¢, die Zeitkonstante fiir das Abkiihlen von € ist.

Vorteile der stochastischen Approximation beim Lernen:

e Ermoglicht On-line-Betrieb, d. h. die Daten werden sequentiell verarbeitet.

e Neu anfallende Trainingsbeispiele konnen leicht "nachgelernt” werden.

2.8 Effektivierung der Lernverfahren. Stocha-

stisches Manhattan—Lernen

Trotz ihrer allgemeinen Vorziige konnen die stochastischen Gradientenverfahren
oft auch in Schwierigkeiten geraten. Zu diesen gehéren z. B. die langsame Konver-
genzgeschwindigkeit in Bereichen wo die Fehlerfunktion einen sehr flachen Ver-
lauf nimmt. Dazu kommt die Unsicherheit in der Wahl der Lernrate bzw. in der
Abkiihlungsstrategie die ja eigentlich die Kenntnis der Kriimmung der Fehler-
fliche vorraussetzt. Natiirlich sind eine Vielzahl von Methoden zur Uberwindung
dieser und dhnlicher Schwierigkeiten bekannt, insbesondere wurden in den letz-
ten Jahren in der Neuroinformatik interessante Losungen gefunden. Besonders zu
nennen sind Quickprop, Lernen mit Massetermen, gradient reuse Verfahren und
vor allem Verfahren zur automatischen Anpassung des Lernparameters, vgl. die
Vorlesung Neuroinformatik [5] und die einschlégige Literatur wie z. B. [41, 55].
Hier soll noch eine andere Moglichkeit, das sog. Manhattan—Lernen vorgestellt
werden. Dabei wird der Gradient einfach durch sein Vorzeichen ersetzt
OFE(w, x)

) (2.52)

Aw; = —esign(

Mit einer geeigneten Abkiihlungsstrategie kann man eine stark beschleunigte
Konvergenz des Lernens erreichen. Besonders interessant vom Standpunkt der
theoretischen Analyse von Lernverfahren ist die Tatsache, daf} kiirzlich fiir das
Manhattan—Lernen ein exakter Ausdruck fiir den Zeitevolutionsoperator und da-

mit fiir die Dynamik des Systems gefunden werden konnte, s. [29].
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2.9 **Stochastisches Gradientenverfahren als
Langevin—Dynamik

Die stochastische Approximation kann durch die Umwandlung der Update—
Regel in eine Langevin—Gleichung besonders deutlich veranschaulicht werden. Die
Langevin—Gleichung ist aus der Physik bekannt und beschreibt die Bewegung ei-
nes Teilchens in einem Medium unter dem Einflufl der stochastischen Kriifte,
die durch die Sto8e mit Umgebungsmolekiilen verursacht werden (thermische
Fluktuationen — Brownsche Molekularbewegung). Sehr gute Darstellungen fin-
det man in den Monografien [50, 40, 14, 15] u. a.
Wir betrachten die allgemeine Update—Regel 2.13
oF
_Gawi
und beachten, dal F = E (w,x), d. h. dal E eine stochastische Grofe ist, da sie

ja von dem Wert der stochastischen Variablen z abhéngt. Die © werden mit einer

Aw; = (2.53)

Wahrscheinlichkeit V (z) aus der Menge X der N Datenpunkte gezogen und fiir
jedes x wird ein Lernschritt gem&fl 2.53 durchgefiihrt.
Die Idee ist, den stochastischen Gradienten (2.45) als Summe seines systema-

tischen und eines rein stochastischen Anteiles zu schreiben, d. h.

G = a%E (10, 7) = — () + & (1, 2) (2.54)

wobei

6i(0) = ~(GEw.0))

und

() = o B(w0)~ (5B (w.0) = 5 (B~ (E)

so dafl ¢; die systematisch wirkende Verschiebung des Parameters w; darstellt.

Die Langevindarstellung der stochastischen Updateregel lautet damit
Aw; = edi(w) + & (2.55)
Der Sinn der Zerlegung folgt aus
(& (w,z)) =0 (2.56)
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d. h. daf} die mittlere Wirkung von &; auf den Update Aw; verschwindet. Werden
die x rein zufillig aus der Menge der Inputs gezogen, dann ist £ immer ein weifles
Rauschen, da ja die einzelnen Instanzen nicht voneinander abhéngen, d. h. wennn

x und z' Inputs zu zwei verschiedenen Zeiten ¢ und ¢’ sind, dann gilt

& (w,z) & (w,2"))y =0 Vi, j (2.57)

wobei (...) das Mittel iiber alle z und 2’ bedeutet.

Der Zusammenhang mit der Physik ergibt sich, indem wir w € R" als den Ort
eines massefreien Teilchens im n—dimensionalen Raum interpretieren, das sich
in einem viskosen Medium unter dem Einflufl der Kraft ¢ = (¢4, ..., ¢,) bewegt.

Wegen

<aiiE(w’x)> = aii (E (w, z)) (2.58)

ist offensichtlich die mittlere Fehlerfunktion E (w) das Potential der Kraft ¢ in
der Langevingleichung.

Der Satz 2.7.2 iiber die Konvergenz des stochastischen Gradientenfolgeverfah-
rens besagt dann nichts anderes als dafl durch die Abkiihlung der Lernrate die
w; asymptotisch nur noch durch die mittlere Fehlerfunktion gesteuert werden, so
daf auf diese Weise ein Minimum von E (w) angelaufen wird.

Das "Rauschen” kann mit der Temperatur des fiktiven Umgebungsmediums

in Beziehung gesetzt werden. Dazu betrachten wir die Korrelationsfunktion

(& (v, )& (w,x)) = Dy (2.59)

und setzen etwa = > D;; = T.
Fiir hinreichend kleine € kann die Differenzengleichung 2.55 in eine Differen-
tialgleichung iiberfiihrt werden, folglich stehen anstelle von (2.55) die stochasti-

schen Differentialgleichung

w; (1) = egi (w () + & (1) (2.60)

In wichtigen Anwendungsfiillen [9] gilt, dal das Rauschen in niedrigster Ordnung
von € nicht von den Parametern wy abhingt. In dieser Ndherung ist 2.60 dann
eine stochastische Differentialgleichung mit additivem weiflem Rauschen.

Dann kann die Differentialgleichung leicht in eine Fokker-Planck-Gleichung fiir

die Wahrscheinlichkeit P (w,t) umgeschrieben werden. P (w,t) dw sei wie bisher
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die Wahrscheinlichkeit, dal zum Zeitpunkt ¢ die Parameter w;, ¢ = 1,....,n
Werte im Intervall [w;, w; + dw;| annehmen. Die Fokker-Planck-Gleichung fiir den
Fall einer einzigen Variablen w lautet

2

(w)P (w,t) + Ta—P (w, 1) (2.61)

0
—P (w,t) = S

ot " ow

wenn wir standardméfig das (weile) Rauschen so normieren, dafl

(€@ E) =2T0(t -1

Die rechte Seite der Fokker-Planck-Gleichung besteht aus dem systematischen
oder Driftterm (erster Term) und dem Diffusionsterm, der die Rolle der stocha-
stischen Kréfte widerspiegelt. Der Diffusionskoeffizient wurde in die Temperatur
inkorporiert. Das ist in dem vorliegenden Fall einer fiktiven Temperatur ange-
bracht.
Fiir grole Zeiten ¢ konvergiert die Wahrscheinlichkeitsverteilung P (w, t)
lim P (w,t) = Pyt (w) (2.62)

t—00

gegen die stationdre Verteilung
(2.63)

mit Normierung

Z:/dwe_%

Fiir eine hinreichend glatte Fehlerfunktion liefert die Taylorentwicklung um ein
Minimum w = wy,;, die Ndherung
1
E () = E (wnin) + 5 (1w — Winin)” E" (Wrnin)
(da B (Wmin) = 0). Im Giiltigkeitsbereich der Niaherung ist Py, durch die Gauf-

sche Normalverteilung gegeben

1 _ . 2
Pstat = _67("”:%)

~ (2.64)

wobei p = 1/E" (wWmin) der Kriimmungsradius der Fehlerfunktion im Minimum
ist. Offensichtlich ist w in einem Bereich der Ausdehnung p um w,;, konzentriert,

da ja Pyg (w) = 0 fiir |w — wpi| >> p.
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2.10 **Statistische Analyse

Die Lernregel (2.44) definiert einen zeitdiskreten stochastischen Prozef (und zwar
einen Markov—Prozef}) dessen Eigenschaften durch Wahrscheinlichkeitsaussagen
festgelegt sind. Beispielsweise konnen wir Aussagen iiber das mittlere Verhalten
des Parametervektors w gewinnen. Fiir die Analyse des Lernprozesses wurden
besonders erfolgreich Methoden der Statistischen Mechanik herangezogen, vgl.
[22, 28, 3]. Wir wollen uns hier mit einigen Anfangsgriinden der statistischen

Analyse lernender Systeme begniigen.

2.10.1 Lerndynamik im Wahrscheinlichkeitsbild

Zur Gewinnung von Wahrscheinlichkeitsaussagen mufl im Prinzip der Lernvor-
gang jeweils bei t = 0 beginnend hinreichend (unendlich) oft wiederholt aus-
gefiihrt werden. Die Startwerte fiir den Parametervektor w sind dabei durch eine
Wahrscheinlichkeitsverteilung Py (w) vorgegeben zu denken. Fiir jeden konkreten
Startwert w = wy erzeugt die wiederholte Anwendung der Lernregel eine konkre-
te Realisierung des stochastischen Prozesses. Die Beobachtung hinreichend vieler
Realisierungen erlaubt die Ermittlung des zeitlichen Verhaltens der Wahrschein-

lichkeitsverteilung

+00

P (w;t) mit / dw P (w;t) =1 (2.65)

und P (w;0) = Py (w). Wir kénnen sagen, dafl P (w;t) die Lerndynamik im Wahr-
scheinlichkeitsbild beschreibt.

Statt den Lernvorgang wiederholt auszufiihren kann man sich in Analogie
zum Vorgehen in der Statistischen Mechanik auch ein Ensemble von hinrei-
chend (unendlich) vielen Lernern vorstellen, die alle gleichzeitig mit einem in-
dividuell geméB Py (w) ausgewihltem w gestartet und in jedem Zeitschritt nach
der gemeinsamen Lernregel mit fiir jeden Lerner individuellem Input x upgedatet
werden. Die Inputs, die die einzelnen Lerner in einem Zeitschritt sehen, sind also
gemif V (x) verteilt.

Die so ermittelte Wahrscheinlichkeit ist in beiden Féllen gleich. Mit Hilfe

dieser Wahrscheinlichkeitsverteilung konnen wir beliebige Mittelwerte bilden, z.
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B. ist das mittlere Verhalten von w selbst durch
T (1) = /dwa (w: 1) (2.66)

gegeben.
Die Definition der Anfangswerte {iber die Verteilung Py (w) schlieBt den Fall des immer

gleichen Startwertes wy fiir den Parametervektor w mit ein. Dazu wihlen wir
Py (w) =0 (w —wo) (2.67)
wobei ¢ die sog. 6—Funktion (genauer gesagt d—Distribution) ist, die normiert ist
+oo
/ dwd (w—wp) =1 (2.68)
—0o0
und die unendlich scharfe Verteilung realisiert, d. h. es gilt
a+35
/ dwé(w—a)=1 (2.69)
a=3
fiir beliebig kleine €. Als eine niherungsweise Realisierung der —Funktion kann man sich eine

Stufe der (infinitesimal kleinen) Breite n und Hohe 1/n vorstellen

0 fir |w—al>1
d(w—a)= (2.70)

sonst

S|

2.10.2 Ubergangswahrscheinlichkeit

Die Werte des Parametervektors w sind zu jedem Zeitpunkt (d. h. im ¢—ten
Lernschritt) geméf P (w,t) verteilt. Durch Ausfiihren des Lernschrittes im En-
semble verdndert sich die Wahrscheinlichkeit von P (w;t) in P (w;t+ 1). Beide
Wahrscheinlichkeiten sind durch die sog. Ubergangswahrscheinlichkeit miteinan-
der verbunden.

Die Ubergangswahrscheinlichkeit P (w' | w) ist die Wahrscheinlichkeit fiir den
Ubergang w — w' im t-ten Lernschritt. Genaugenommen ist das wieder eine
Wahrscheinlichkeitsdichte, d. h. hat der Parametervektor im Zeitschritt ¢ den
Wert w, so ist die Wahrscheinlichkeit, dal nach Ausfiihren des Lernschrittes der

neue Wert w’ = w + Aw im Intervall [w', w’ + dw'] liegt, durch
P(w' | w)duw' (2.71)
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gegeben. Die Wahrscheinlichkeiten summieren sich iiber alle Intervalle zu eins,
/dw'P (w' |w) =1 (2.72)
(Normierung).
Die Ubergangswahrscheinlichkeiten kénnen aus der Lernregel (2.44), d. h.

A _ —€—— = —
w €5 G (w, )

explizit bestimmt werden. Das System fiithrt den Ubergang w — w’ im Lernschritt
ja genau dann aus, wenn w' = w + Aw bzw. wenn Aw = —eG (w,x) = w' — w,
genauer wieder, wenn Aw im Intervall |w' — w,w’ — w + dw'| liegt. Das ist nur
fiir ganz bestimmte x der Fall. Wir miissen also genau die relative Zahl der Fille
finden, fiir die das gilt. Mit der approximativen Definition 2.69 der d—Funktion

verifiziert man leicht, daf

Pw' |w)= /_ ood:vP(x) §(w' —w+ eG (w,x)) (2.73)

oo

die richtige Formel zur Bestimmung der Ubergangswahrscheinlichkeit ist.
Mit 2.68 und

/J:odw’/:)oda:P(m) d(w' —w+eG (w,x))

- /:0 dzP (x) /m dw' § (w' —w + G (w, z))

— 00

verifiziert man auch unmittelbar, daf3
+0o0
/ dw'P (w' | w) =1

so daB die so ermittelte Ubergangswahrscheinlichkeit tatsichlich normiert ist.
Mit der Ubergangswahrscheinlichkeit finden wir nun den Zusammenhang zwi-
schen den Wahrscheinlichkeiten zu den verschiedenen Zeitpunkten und damit eine

iterative Formel fiir die Dynamik (zeitliche Veréinderung) der Wahrscheinlichkeit:
+00
Pwit+1) = / dwP (' | w) P (w: ) (2.74)

— 00

In der Tat, P (w'; ¢t + 1) ist die Wahrscheinlichkeitsdichte dafiir, da8 der neue Wert

des Parametervektors w' ist. Der Ausdruck 2.74 ist die gewichtete Summe iiber
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alle die Félle in denen w’ erreicht wurde, wobei das Gewicht die relative Hiufigkeit

der Fille ist, bei denen der Ubergang von einem bestimmten w ausging.

Mit 2.72 verifiziert man unmittelbar die Erhaltung der Normierung, d. h.
“+oo +o0
/ dwP (w;t+1) = / dwP (w;t) =1 (2.75)

wie es sein muf.

2.10.3 Vergessen der Anfangsbedingungen

Durch Iteration von Gleichung 2.74 mit der Startbedingung
P (w;0) = Py (w) (2.76)

kann der zeitliche Verlauf der Wahrscheinlichkeiten und damit auch der aus die-
sen bestimmten Mittelwerte, vgl. 2.66, berechnet werden. Das sieht allerdings
recht kompliziert aus und ist fiir praxisrelevante Systeme sicher nur schwer aus-
zufiihren. Insbesondere héingen die Wahrscheinlichkeiten und damit das Verhalten
des Systems zu allen Zeiten von der Startverteilung Py (w) ab.

In den meisten praktischen Féllen ergibt sich allerdings eine starke Vereinfa-
chung: Die Anfangsverteilung wird relativ schnell vergessen (ist transient). Da-
nach hingt der Verlauf des Lernprozesses wesentlich nur vom Verhalten des Pa-
rametervektors w (¢) innerhalb eines begrenzten Zeithorizontes in der Vergan-
genheit ab. In vielen Féllen ist dabei nur das Verhalten des Mittelwertes selbst
innerhalb dieses Zeithorizontes relevant. Dazu kommt, daf} sich fiir das Verhalten
des Mittelwertes zumindest ndherungsweise eine geschlossene Gleichung finden
148t (s. unten). In diesem Falle kann man dann also die vergangenen Mittelwer-
te innerhalb des Zeithorizontes aus den aktuellen Mittelwerten bestimmen. Eine
tiefergehende Diskussion dieser Fragestellungen im Rahmen der statistischen Me-
chanik findet sich in den Publikationen [7, 8].

Unter diesen Umstidnden kann man annehmen, dafl P (w;t) nur von diesen

Mittelwerten und nicht mehr explizit von der Zeit abhingen, d.h.
P (w;t) = Peug)> (w) (2.77)

wobei der Index die parametrische Abhéngigkeit der Wahrscheinlichkeit von

den Mittelwerten ausdriicken soll. Beispiel ist eine um den Mittelwert zentrierte
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Gaussverteilung mit eventuell ebenfalls vom Mittelwert abhéngiger Breite o, d.

h. fiir den eindimensionalen Fall

Powwys (w) = ! exp (— (w=<w(t)>) ) (2.78)

2mo 202

Damit kann man nun eine selbstkonsistente Gleichung fiir die Mittelwerte

selbst ableiten. Mit der allgemeinen Lernregel

Aw = —eg—i = —€G (w,x) (2.79)

wobei w = w (t) und w(t+1) = w(t) + Aw (t) = w (t) — G (w, z) folgt durch
Mittelung

(wt+1) = (w(t)+ (Aw(t)) (2.80)

_ /dwa(w;t)—e/dwde(w,x)P(x)P(w;t)

(2.81)
— (w () —e/dw@(w)P(w;t) (2.82)

wobei
& (w) :/de(x)G(w,x) (2.83)

der mittlere Update bei gegebenem w als aktuellem Wert ist.
Mit 2.77 folgt dann eben, daf} sich diese Gréfen alle als Funktion des Mittel-

wertes ausdriicken lassen, d.h. wir schreiben

/dw dr G (w,z) P (z) P (w;t) = ¢ ((w(t))) (2.84)

Die Update-Regel

Aw = —e) (w) (2.85)
bestimmt dann (nach Abklingen der Transienten) exakt das Verhaltens des Mit-
telwertes des Parametervektors iiber die Zeit. Man beachte, dafl ® und ) genau
dann gleich sind, wenn wir 2.84, d.h. ¢ ((w (¢))) = [ dw ® (w) P (w;t) schreiben

diirfen

[awe @ P =a( [dorwn)=o(w)
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Das ist genau dann exakt richtig, wenn die Verteilung P unendlich scharf ist,
wenn also z. B. in der Gaussverteilung 2.78 ¢ — 0 gilt. In der N&herung ist es

gut, wenn die Fluktuationen nicht zu grof§ sind. Allgemein kann man schreiben
Y (w) =@ (w)+ O (e) (2.86)

weil die Grofle der Fluktuationen um den Mittelwert durch den Lernparameter €
gegeben ist. Das ist allerdings noch keine interessante Aussage, weil das Inkrement
des Mittelwertes auch mit e skaliert. Uber einen festen Zeitraum betrachtet geht
der Einflu der Korrekturterme der Ordnung e damit nicht notwendigerweise
gegen Null. Es bedarf folglich einer besonderen Untersuchung der durch die Inputs
x verursachten Stéirke der Fluktuationen, um das Gleichsetzen von ¢ und ® zu

rechtfertigen.

Vorlesung Maschinelles Lernen 45



KAPITEL 2. PARAMETERADAPTIVE LERNVERFAHREN

46 R. Der — Universitét Leipzig — Institut fiir Informatik



Kapitel 3
Lernende Klassifikatoren

Die im Kapitel 2 betrachteten Verfahren dienen dem Erlernen einer reellwerti-
gen Funktion aus Beispielen. In diesem Kapitel wollen wir uns ebenfalls mit dem
Lernen aus Beispielen beschéftigen. Der Lerner soll jetzt aber die Fahigkeit er-
werben, Objekte oder Situationen auf Grund verschiedener Merkmale in Klassen
einzuordnen, wobei gegebenenfalls diesen Klassen bestimmte Aussagen (Bedeu-
tungen) zugeordnet werden kénnen. Anwendung finden Klassifikatoren z.B. bei
der Diagnose in der Medizin, der automatischen Sprachverarbeitung [44], der
Datenkompression [45], der Signalaverarbeitung [16] u. a.

Neben ihrer eigenstindigen Bedeutung als Werkzeug zur direkten Einordnung
von Objekten oder Sachverhalten in die vorgegebenen Klassen spielen Klassifi-
katoren fiir das Maschinelle Lernen eine wichtige Rolle zur Datenaufbereitung.
Die “klassischen” Verfahren des Maschinellen Lernens sind regel- oder logikba-
siert (vgl. etwa das Konzeptlernen in Kap. 5) und setzen auf einer symbolischen
Objektbeschreibung auf. Stirker noch als andere Teilgebiete der kiinstlichen In-
telligenz ist aber das Maschinelle Lernen in der Praxis mit “schmutzigen” Daten
konfrontiert, d. h. die anfallenden Daten sind reellwertig, verrauscht und oft un-
vollstindig oder unzuverldssig. Dann kann die Vorverarbeitung im Sinne einer
Einteilung der Daten in bestimmte Klassen eine wesentliche Verbesserung der
Entscheidungsfahigkeit etwa eines Konzeptlerners bringen.

Das Erlernen eines Klassifikators anhand vorgegebener Beispiele ist nicht nur
Gegenstand des Maschinellen Lernens sondern auch der klassischen Statistik und

in jiingerer Zeit der Methode der neuronalen Netze. Eine vergleichende Bewertung
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verschiedener Klassifikationsverfahren ist im Abschluibericht [33] des ESPRIT
Projektes “StatLog” zu finden. Daneben gibt es eine reichhaltige Literatur, ein
Klassiker fiir die mehr statistisch orientierten Zugéinge ist das Buch von Duda und
Hart [11]. In jiingster Zeit gibt es dazu vor allem auf dem Gebiet der kiinstlichen
neuronalen Netze eine Vielzahl neuer Ideen zur Klassifikation. Wir wollen uns im
folgenden zunéchst mit Verfahren beschiftigen, die besonders fiir metrische Daten
geeignet sind. Diese Verfahren stehen denen der statistischen Methode oder der

neuronalen Netze nahe.

3.1 Definition des Klassifikators

Mathematisch ist der Klassifikator eine Funktion K : x — k, die also jedem
Merkmalsvektor x € D aus der betrachteten Objektdoméne D ein Klassenla-
bel oder einen Klassennamen x € A zuweist. Erlernen einer Klassifikation heift

Induktion dieser Funktion aus einer (kleinen) Menge T von Beispielen
T={(z,k"")| z€QCD, ze€R"r""ecA} (3.1)

wobei © wieder die Doméne der Beispielobjekte (Trainingsmenge) ist. Die Soll-

vorgaben werden vom Lehrer geliefert
Lehrer: K5 = K (1) (3.2)
Der lernende Klassifikator (Lerner) ist wie bisher durch seine Transferfunktion
Lerner: k=_S(z]|w) (3.3)

beschrieben, wobei w wieder das Verhalten des Lerners festlegt. In den unten
behandelten Beispielen sind das (i) fiir den Fall des lernenden Vektorquantisierer
und des k—nearest—neighbours Algorithmus ein Satz von klassenbeschreibenden
Vergleichsvektoren oder (ii) im Fall des lernenden Bayes—Klassifikators die Para-
meter der Wahrscheinlichkeitsverteilungen und (iii) ein Satz von Regeln oder ein
Entscheidungsbaum. Entsprechend unterschiedlich gestalten sich die zugehé6rigen
Lernalgorithmen.

In (3.2) bzw. (3.3) weisen K bzw. S jedem x in genau definierter Weise je

eine Klasse zu. Diese deterministische Klassifikationsregel entspricht oft nicht den
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Erfordernissen des Umgangs mit real world (schmutzigen) Daten. Bei diesen ist
oft selbst der Lehrer nicht in der Lage, eine sichere Klassifikation vorzunehmen.
Das kann in das obige Schema durch Hinzunahme einer Riickweisungsklasse mit
aufgenommen werden, in die alle nicht sicher klassifizierbaren Daten abgebildet
werden.

Allgemeiner tragen Klassenzuweisungen bei korrumpierten (verrauschten) Da-
ten oft nur Wahrscheinlichkeitscharakter. Ein geeigneter Ansatz zur Definition des
optimalen Klassifikators findet sich im Abschnitt 3.4 iiber den lernenden Bayes-
klassifikator.

3.2 Der k—nearest—neighbours Algorithmus

Der k—nearest—neighbours Algorithmus ist eigentlich kein richtiger Lernalgorith-
mus (s. u.), er ist aber ein wichtiges Verfahren der Statistik zur Klassifikation mit
sehr guter Leistungsfihigkeit und soll deshalb in die Darstellung mit aufgenom-
men werden.

Der k—nearest—neighbours Algorithmus geht davon aus, dafl wir alle Beispiele
der Trainingsmenge T im Speicher halten und daf ein Abstandsmaf d (z,z’)
zwischen beliebigen Vektoren x, 2, ... des Datenraumes zur Verfiigung steht. Die

Klassifikation eines beliebigen Datums = € D erfolgt in zwei Schritten

1. Bestimmung der (beziiglich des AbstandsmaBes d) k nichstgelegenen Vek-
toren aus der Trainingsmenge 7', d.h. wir bestimmen fiir alle Datenvektoren

aus der Objektdoméne €) der Trainingsmenge die Abstédnde
0u (y) = d(z,y) Yy e
und suchen die k£ Vektoren y mit den kleinsten Werten fiir ¢, (y) heraus.

2. Bestimmung der Klassenzugehorigkeit durch ein ”Mehrheitsvotum”, d. h.
ausgegeben wird die Klasse, die unter den k Vektoren am h&ufigsten ver-

treten ist (fiir die Vektoren der Trainingsmenge ist die Klasse ja bekannt).

Das ist die deterministische und damit einfachste Version. Hat man hinreichend

viele Trainingsdaten und ausreichend Speicherplatz und Rechenpower, so kann

Vorlesung Maschinelles Lernen 49



KAPITEL 3. LERNENDE KLASSIFIKATOREN
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Abbildung 3.1: Klassifikation mit dem k-nearest-neighbour Algorithmus fiir £ = 1
(innerer Kreis) und k& = 4. Die Kreise bzw. Quadrate stellen die Datenvektoren
der beiden Klassen dar. Gestrichelt ist die Grenze zwischen den beiden Klassen-

doménen eingezeichnet.

k sehr grofl gemacht und aus den Klassenfrequenzen in den ausgewihlten Ver-
gleichsvektoren auf Wahrscheinlichkeiten bzw. Sicherheit der Zuweisung riickge-
schlossen werden. Das soll hier aber nicht behandelt werden.

Bei der Anwendung des k—nearest—neighbours Algorithmus ist die richtige
Wahl von k giitebestimmend. Diese entscheidet bei verrauschten Daten iiber die
Balance zwischen Sicherheit der Klassifikation auf der Doméne der Trainingsda-
ten und Verallgemeinerungsfihigkeit der Klassifikation auf noch nicht gesehene
Daten. In der Praxis erfolgt die richtige Wahl von k£ durch Ausprobieren un-
ter Einsatz bestimmter Heuristiken wie etwa im im Kap. 7?7 iiber Giitekriterien

beschrieben. Haufig wird die Methode des cross validation eingesetzt.

3.3 Erlernen einer Klassenreprisentation

Fiir metrische Daten findet die Klassifikationsaufgabe eine einfache geometrische
Interpretation. Die Merkmalsvektoren x € R™ werden als Punkte im n - dimen-
sionalen Raum gedacht. Die Klassen sind dann in eindeutiger Weise durch eine

Aufteilung des Raumes in disjunkte Gebiete beschrieben, wobei jede Klasse auch
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mehrere solche Gebiete belegen kann, vgl. Abb. 3.1. Die Klassifikation entspricht

dann der Identifikation des Gebietes bzw. der Gebietsgrenzen.

3.3.1 Reprisentanten

Ein gingiges Verfahren reprisentiert diese Gebiete durch einen oder einige wenige
prototypische Merkmalsvektoren, die sog. (Klassen-) Représentanten, deren opti-
male Positionen im Raum der Merkmalsvektoren anhand von Beispielen gelernt

werden. Jede Klasse k£ € A wird also durch eine Menge von n; Vektoren

Reprisentanten der Klasse k :  {wg,|i =1,...,n,; wy, € R"} (3.4)

reprisentiert. Die Klassifikation eines beliebigen Datenvektors x erfolgt nach dem
Prinzip des kleinsten Abstandes, d. h. x wird demjenigen Reprisentanten zuge-
ordnet, zu dem es den kleinsten Abstand hat, der Klassenlabel dieses Reprisen-

tanten wird ausgegeben.
r e Klasse £ falls mind (z,wy,) < mind (z,w;,) VI#Ek (3.5)

Mit der Argumentfunktion arg konnen wir nun die Funktion S(z|w) aus Glei-

chung (3.3) explizit schreiben
k=S8 (z|lw) = arg rnlin(rnjnd (z,wy,)) (3.6)
oder
k=S8 (zlw) = arg mlin 3z (1) (3.7)

wobei 0,(I) = min; d (z,w;,) der Abstand von = zum néchstgelegenen Reprisen-
tanten der Klasse [ ist. d (a,b) ist eine beliebige Abstandsfunktion zwischen den
beiden Vektoren a, b, z. B. der Euklidische Abstand

n

d(a,b) = > (aa — ba)’ (3.8)

a=1
oder auch ein beliebig anderer abstrakter Abstand.

Dieses Prinzip partitioniert den Datenraum in Zellen von Punkten, die zum je-
weiligen Représentanten den kleinsten Abstand haben, d. h. es wird eine Voronoi—
Parkettierung generiert, s. Kap 4.1, auf der der Klassifikator lebt. Die Klassen-

grenzen sind folglich durch Polygonziige approximiert.
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Abbildung 3.2: Datenvektoren zweier verschiedener Klassen mit hypothetischen
Reprisentanten. Die eingezeichnete Gerade ist die Grenzlinie zwischen den Voro-
noizellen der beiden Reprisentanten. Die so induzierte Doménenstruktur der bei-
den Klassen ist linear und produziert eine Fehlklassifikation des mit A gekenn-
zeichneten Datums. Das kann nur durch Hinzunahme eines weiteren Reprisen-

tanten korrigiert werden.

3.3.2 Erlernen der Klassenreprisentation — Der lernende
Vektorklassifikator

Fiir eine moglichst variable Grenzziehung zwischen den Gebieten der verschiede-
nen Klassen erweist es sich als giinstig, die Klassen jeweils durch mehrere Pro-
totypvektoren (Reprisentanten) zu identifizieren, auch wenn die Klassendoméne
zusammenhéngend ist. Wie oben dargestellt, gehort zu jeder Klasse k eine Men-
ge von Reprisentanten wy, , [ = 1,...,n; und x wird genau dann der Klasse
zugeordnet, wenn es einem dieser Reprisentanten am néchsten ist.

Ziel des Lernverfahrens ist es, die Représentanten wy, zu lernen. Ein gut geeig-
netes Verfahren wurde von Kohonen [24, 25] angegeben und (etwas ungliicklich)
Lernender Vektorquantisierer (LVQ) genannt. Wir wollen ihn hier als lernenden
Vektorklassifikator (LVK) bezeichnen, weil das Ziel eben nicht wie in Kap.
4.1 einfach die Quantisierung (Diskretisierung) des Datenraumes ist, sondern weil

eine Klassifikation der Datenvektoren erlernt werden soll.

In der Grundversion lautet der Lernalgorithmus des LVK fiir diskrete Zeiten
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t=0,1,...

Aws (t) =€ [ —w, (t)]  bei richtiger Klassifikation

und (3.9)

Aws (t) = —€; [ — ws (t)]  bei falscher Klassifikation

wobei

|z —ws| < |z —w,| Vi,i (3.10)

Es lernt also immer nur der Représentant mit dem geringsten Abstand zum Input-

Vektor x € R". Dieser Reprisentant kann als Sieger im Wettbewerb um die Re-

Abbildung 3.3: Erlernen einer Klassenreprisentation mit dem Algorithmus (3.9)
des LVK1: Die Abbildung zeigt die Doménen zweier Klassen mit zwei bzw. drei
Klassenreprisentanten. Die Datenvektoren (nicht dargestellt) liegen beliebig in-
nerhalb ihrer jeweiligen Doménen verteilt. Im Lernschritt des LVK1 wird der
zum aktuellen Datenvektor (Kreuz) nichstgelegene Reprisentant ermittelt. Falls
dieser wie im Bild klassentreu ist, wird er um den Bruchteil € seiner Entfernung

zum Datenvektor auf diesen zubewegt. Im Bild ist € = 0.3

priasentation des aktuellen Inputs betrachtet werden. Zur ”Belohnung” darf der
Sieger lernen (Wettbewerbslernen). Ergebnis des Lernschrittes ist eine Annihe-

rung des Reprisentanten an einen zu seiner Klasse gehorigen Merkmalsvektor,
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Abbildung 3.4: Erlernen einer Klassenreprisentation mit dem Algorithmus (3.9)
des LVK1: Im Unterschied zur Abbildung 3.3 sind jetzt anliegender Datenvektor
(Kreuz) und néchstgelegener Reprisentant klassenfremd. Geméf 3.9 wird nun

der Reprisentant vom Datenvektor wegbewegt.

wahrend ein klassenfremder Prototypvektor wy; vom Datenpunkt x wegbewegt
wird, s. Abb. 3.3 und 3.4. Uber viele Lernschritte erfolgt somit eine langsame
”Diffusion” der Reprisentanten einer bestimmten Klasse in das fiir diese Klasse
relevante Gebiet des Datenraumes. Die Gebiete zwischen den einzelnen Klassen
werden durch einen sich aus der Voronoi-Parkettierung (s. Kap. 4.1) ergebenden

Polygonzug begrenzt.

Wie durch den Index ¢ an der Lernrate € explizit ersichtlich ist die Lernrate

wieder geeignet “abzukiihlen”, s. Kap. ?7.

Probleme bei diesem Lernverfahren sind sog. dead units, d. h. Représentan-
ten wy, die auf der Trainingsmenge niemals Sieger werden und demzufolg iiber-
fliissig sind (Speicherplatz!) und die Tatsache, dafl man die Zahl der Repréisentan-
ten pro Klasse (die die Struktur der Gebietsgrenze bestimmt) von auflen vorgeben

muf.
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3.3.3 Varianten des LVK — der LVK3

Der LVK3, eine Weiterentwicklung nach Kohonen [25] des LVK1, lernt nach fol-
gendem Algorithmus:

1. Bestimme fiir den aktuellen Datenvektor x die beiden nichstgelegenen Re-

prasentanten R; : w; und Ry : w;, wobei

|z — w;| < |z —w,| (3.11)

2. Falls genau einer dieser Repriisentanten klassentreu ist und mit d;, = |z —w|

di dj 1—u
in (= =2 3.12
mm(dj’di>>1+u (3.12)

gilt

dann wird folgender Lernschritt ausgefiihrt:

Aw;, = €(x— w;) (3.13)
und (3.14)
Aw; = —e(r —wj) (3.15)

wenn w; der klassentreue Représentant ist, und umgekehrt. Sind beide Re-
prasentanten klassentreu, so wird fiir beide ein “normaler” Lernschritt aus-

gefiihrt:
Awp =€(x —wy), k=1,] (3.16)

Diese Variante des LVK positioniert die Reprisentanten so, dafl die Gren-
zen zwischen den Gebieten mdglichst detailgetreu modelliert werden. Mit die-
sem Algorithmus wurden eine Reihe von bemerkenswerten Erfolgen z. B. bei der
Spracherkennung erzielt. [25] Der Algorithmus steht mit einigen Anwendungsbei-
spielen als public domain Programm zur Verfiigung. Eine andere sehr effektive
Variante ist der DLVQ (dynamically learning vector quantizer), der die Zahl der
Reprisentanten pro Klasse adaptiert, d.h. dafl der Algorithmus so lange neue
Ressourcen (Reprisentanten) allokiert, bis ein bestimmtes Giitekriterium erfiillt
ist, vgl. [55].
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Klasse 1

Abbildung 3.5: Der LVK3 lernt, die Représentanten bevorzugt entlang der Gren-
zen ihrer jeweiligen Klasse anzuordnen. Eine Verschiebung eines Reprisentanten
findet statt, wenn (i) von den beiden, dem aktuellen Datenvektor néichstgelege-
nen Reprisentanten (erster und zweiter Sieger), genau einer klassentreu ist. Liegt
der Datenvektor noch zusétzlich in einem gewissen Fenster zwischen den beiden
Reprisentanten, dann erfolgt eine Verschiebung des klassentreuen bzw. des klas-
senfremden Représentanten auf den Datenvektor zu bzw. von diesem weg. Sind
(ii) beide Représentanten klassentreu, so fiihren beide einen normalen Lernschritt
wie in Abb. 3.3 aus.
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3.4 On-line lernender Bayes-Klassifikator

In der Praxis ist die Klassifikation aufgrund einer Vielzahl stérender Einflu3fak-
toren oft eine Wahrscheinlichkeitsaussage. Die Definition des optimalen Klassifi-
kators ist dann nicht eindeutig. Wir wollen im folgenden die in der statistischen
Entscheidungstheorie {ibliche Definition betrachten und danach ein Lernverfahren

zum Erlernen eines in diesem Sinne optimalen Klassifikators angeben.

3.4.1 Definition des optimalen Klassifikators

Sei P (k | x) die Wahrscheinlichkeit, da§ x zur Klasse & gehort und S (1 | k) die
durch die Zuordnung zu [ bei Vorliegen von k verursachten Kosten. Das mit der
Entscheidung fiir die Klasse [ verbundene Risiko R (I | z) ist fiir K Klassen

K
R(l|z)=)_S(|k) Pk|x)
k=1

Ziel ist die Minimierung des Risikos.

Falls die Kosten fiir eine Fehlklassifikation alle gleich grof3 sind

0 fir k=1 }

1 sonst

S(k|l):1—6kl:{
(0x; Kroneckersymbol), folgt wegen

R(l|z)=) _P(k|z)=1—-P(l]|x)

k£l

als Regel fiir die optimale Klassifikation, dafl x der Klasse mit der hdchsten a

posteriori (s.u.) Wahrscheinlichkeit zugeordnet werden mu$:
r € Klassel falls P(l]x) :m]?xP(k | z)
Formal konnen wir  (x) definieren durch
K (z) = arg, max P(l]x)

wobei arg,y die Argumentfunktion beziiglich [ bezeichnet, die hier also aus allen

mit (1 <[ < K) dasjenige heraussucht, fiir das P (I | z) sein Maximum annimmt.
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Wegen der allgemeinen Unsicherheit der Klassifikation in diesem Wahrschein-
lichkeitsszenario sollte konsistenterweise die Moglichkeit einer Riickweisungsent-
scheidung bestehen. Mit Einfiihrung einer Riickweisungsklasse r gilt bei wieder

gleichen Kosten fiir jede Fehlklassifikation jetzt:

0 fiurl==Fk (richtige Klassifikation)
S(U|k)=< ¢ fir I=r (Rickweisung)
¢y fur l#k,r (Fehlklassifikation)

wobei ¢, die Kosten fiir eine nichtgetroffene Entscheidung mifit und ¢; entspre-
chend die fiir die falschen Klassifikationen. Damit kénnen wir fiir die optimale

Entscheidungsregel z. B. folgenden Ansatz wéhlen:

x € Klassek wenn P (k|xz)=max, P(l]|x)
und P(k|x)21—g—;

Cr
cr

Riickweisung wenn P (k|z) <1-—
Die Klassifikation erfolgt also nur, wenn die a posteriori Wahrscheinlichkeit einen
gewissen Schwellwert iiberschreitet, d. h. bei ¢, > ¢; erfolgt niemals eine Riick-
weisung. Wie erwartet hingt die Entscheidungsfindung nur vom Verhiltnis der
Kosten fiir Riickweisung und Fehlklassifikation ab. Die Regel generiert eine ein-
deutige Aufteilung des gesamten Input-Raumes in Klassen- und Riickweisungs-

gebiete.

3.4.2 Bayessche Regel und Riickfiihrung auf die a priori

Wahrscheinlichkeitsverteilung

Soweit die Theorie, die davon ausgehen darf, dafl die a posteriori Wahrschein-
lichkeiten P(k|x) bekannt sind. Die Bestimmung dieser Wahrscheinlichkeiten ist
das zentrale Problem einer praktischen Anwendung fiir unbekannte Verteilun-
gen, vor allem dann, wenn die Menge der Datenvektoren z (Stichprobenumfang)
beschriankt ist. Die a posteriori Wahrscheinlichkeiten kénnen aus den a priori
Wahrscheinlichkeiten mittels der Bayesschen Regel bestimmt werden.

Seien P (k) die a priori Wahrscheinlichkeiten fiir das Vorliegen der Klasse
k und P (z | k) die bedingte Wahrscheinlichkeit, den Datenvektor x bei Vorlie-
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gen der Klasse k zu beobachten'. Beispiel: Jeder Datenvektor x = (zy,...,z,)
sei der Merkmalsvektor eines Patienten einer bestimmten medizinischen Einrich-
tung, wobei die x; etwa die physiologischen Werte (Blutdruck, Kérpertempera-
tur, ...) des jeweiligen Patienten darstellen. Die Klassen k € A sind dann die
verschiedenen Krankheiten, an denen die Patienten leiden und P(k) ihre Auftre-
tenswahrscheinlichkeit, ndherungsweise gegeben durch die relative Haufigkeit, mit
der diese Krankheit bei den Patienten diagnostiziert wurde. ? Die P(k) sind also
a priori bekannt. Die bedingte Wahrscheinlichkeit P (x | k) gibt dann an, mit wel-
cher Wahrscheinlichkeit ein bestimmter Merkmalsvektor x bei einem Patienten
beobachtet wird, der an der bestimmten Krankheit & erkrankt ist. Diese beding-
ten Wahrscheinlichkeiten sind als relative Haufigkeiten aus der Datenmenge zu

entnehmen und damit a priori bekannt.
Mit dem Satz von der totalen Wahrscheinlichkeit
K
P(x)=> P(z[l) P(])
=1

gilt die Bayes-Beziehung

P (x| k) P (k)
P (x)

P(k|z)= (3.17)
die in der Form P (k | ) P () = P (xz | k) P (k) geschrieben plausibel ist, weil die
linke wie die rechte Seite jeweils die Wahrscheinlichkeit fiir das Vorliegen eines
k,x - Paares zum Ausdruck bringt. Mit der Bayesschen Regel kann also die a
posteriori zur a priori Wahrscheinlichkeit in Beziehung gesetzt werden.

Mit (3.17) lautet die Klassifikationsregel ohne Riickweisung und bei wieder
gleichen Kosten fiir die Fehlklassifikationen, d. h. S (I | k) =1 — ;4

z € Klasse k, falls P(x|k)P (k)= mlaxP (z|1)P(I) (3.18)

'Wir nehmen den Vektor x als diskretisiert an, so daf} wir es mit einer endlichen Menge von

Inputvektoren z zu tun haben.
2Wir betrachten die Menge der Patienten als eine Stichprobe endlichen Umfangs N. Diese

relative Haufigkeit ist eine Schétzung der Wahrscheinlichkeit selbst, also eine Zufallszahl, die

um so besser mit der Wahrscheinlichkeit iibereinstimmt, ja gréfler die Stichprobe ist.
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Mit Riickweisung gilt entsprechend

x € Klasse k, falls P(x|k)P (k)= mlaxP (x| 1) P()
und
PhPH > (1-2)SP@ )P

3.4.3 Parameterlernen der a priori Wahrscheinlichkeit

Die a priori Wahrscheinlichkeit ist allerdings in den meisten Fillen ebenfalls
unbekannt. Das Ziel eines lernfihigen Klassifikators liegt in der inkrementellen
Bestimmung dieser Wahrscheinlichkeiten aus der gegebenen Datenmenge, prefe-
rentiell im on-line Betrieb. Das lauft auf ein Parameterlernverfahren hinaus, falls
fiir diese Wahrscheinlichkeiten ein Ansatz mit unbekannten Parametern gemacht
werden darf, die dann gelernt werden.

Ein naheliegender Ansatz fiir p (x | [) ist eine Gaussverteilung. Zur Demon-
stration des Verfahrens betrachten wir den eindimensionalen Fall z € R' und

setzen
1 2—m®)?
plx|l)= Nor e 200 (3.19)

mit den unbekannten Parametern m® und ¢, die Mittelwert und Varianz der

Verteilung darstellen, d. h.
O — (O 40 )2\
m¥ = (z)" o :<(x—m )>
wobei (...>(l) die Mittelung iiber die zur Klasse [ gehorigen x bezeichnet

@mwz/mmwum

Diese Mittelung kann im Sinne eines Lernalgorithmus inkrementell im on line

Betrieb durchgefiihrt werden. Allgemein ist der Mittelwert

1 N
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mit N GroBen x;, t = 1,..., N als Endwert m = m (V) einer Zeitreihe m (t)
gegeben, die durch den Algorithmus

Am(t—1)= 1 (x,—m(t—1)), t=1,2,...,N
(3.20)
oder m(t) =tm(t—1) + 1

erzeugt wird, wobei Am (t — 1) =m (t) — m (¢t — 1) und m (0) = 0.
Bemerkung: m (t) konvergiert auch gegen den Mittelwert m, fiir t — oo,
wenn zu jedem Zeitpunkt ¢ das x; als ein zufillig aber gleichwahrscheinlich aus
der Menge der = ausgewihltes Element verstanden wird (sonst konvergiert m (t)
gegen das gewichtetes Mittel).
Mit dieser Vorschrift konnen die Parameter der Verteilung (3.19) mittels

Am® = % (z— m(l))

und

Ao — > ((x —m®)® - (;(l))

gelernt werden, wobei m®) = m® (t —1), ¢ = oW (¢t —1). Fiir die mehrdi-

mensionale Normalverteilung (Index [ hier weggelassen)

1 1 T ~—1
z|l) = —— ¢3[@-0)" 7 (@-0)] 3.21
Pl = e (321)

mit ‘6(”‘ - Determinante der Kovarianzmatrix (%)

®
= (=0t (s -8)

und u? - Zeilenvektor gilt analog
Am® = L (x — m®)
t

und

A = L [(x —m®) (2 — m®)" (3@)]
i

(Beachte: uvT ist das duBere Produkt der Vektoren @,und v und damit eine
Matrix).
Die Klassenzuweisung wird vom Lehrer wihrend des Lernvorganges geleistet,

d. h. fiir jedes x kann die Klasse k als gegeben angenommen werden, so dafl die
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obige Vorschrift bei Vorliegen hinreichend vieler Trainingsbeispiele gegen die rich-
tigen Parameter der a priori Wahrscheinlichkeitsverteilung der einzelnen Klassen

konvergiert, vorausgesetzt, der Ansatz einer Gaussverteilung ist gerechtfertigt.
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Kapitel 4

Lernen ohne Lehrer: Clusterung

und Quantisierung von Daten

Die in Kapitel 2. und 3. dargestellten Lernverfahren beruhen auf dem Vorhan-
densein eines Lehrers, der die Solloutputs fiir den Lerner bei gegebenem Input
vorgibt. Der Lerner erlernt also eine Funktion. Aber auch ohne einen Lehrer
kann man eine Menge lernen! Alltdglich lernen wir beispielsweise, die auf uns
einstromenden Datenmengen zu strukturieren, beispielsweise anhand von Merk-
malen die Daten in Gruppen einzuordnen. Im Unterschied zum im Kap. 3 bespro-
chenen lernenden Klassifikator, gelingt uns das Schaffen von Ordnung auch ohne
einen Lehrer. Stattdessen kdnnen wir offensichtlich selbst Relationen zwischen
den Daten erkennen, die sich als Kriterium fiir die Eingruppierung der Daten eig-
nen. Im folgenden Abschnitt 4.1 beschéftigen wir uns zunéchst mit dem Erlernen
einer problemangepafiten Diskretisiertung der Daten und danach im Abschnitt

4.2 mit nichtiiberwachten Lernverfahren zur Clusterung von Daten.

4.1 Adaptive Vektorquantisierer

VQ werden allgemein zur Datenreduktion oder als Kodierer eingesetzt, d. h.
zur problemangepafiten Diskretisierung (=Quantisierung) oder Partitionierung
von hochdimensionalen Datenrdumen, fiir die bei der Kodierung ein gewisser
Informationsverlust hingenommen werden kann. (Unterschied zur Datenkom-

pression bei der eine vollstindige Rekonstruktion der Ausgangsdaten moglich
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KAPITEL 4. LERNEN OHNE LEHRER

sein soll). Einen guten Uberblick iiber die einschligigen Methoden findet man
n [16]. Anwendungen in der Datenkompression sind in [45] zusammengestellt.
Ziel ist, Datenvektoren x in Gruppen zusammenzufassen, die jeweils durch einen
einzigen Vektor, ihren Codebuchvektor (CV) oder Représentanten, repréisentiert
werden. Das entspricht der Aufteilung der Menge der Datenvektoren in Teil-
mengen entsprechend den Gruppen ¢ = 1,2,..., N, wobei allen x € Gruppe i
der Représentant w; nach dem Prinzip des kleinsten Abstandes zugeordnet wird
(Kodierungsschritt). Sei im R" ein Abstand d (z,y) zwischen zwei beliebigen
Vektoren x, y definiert. Das kann z. B. der Euklidische Abstand

d(zy)= > (@i—u)

i
sein. Der Kodierungsschritt ist

i = argmin d(z, w;) (4.1)
J
Geometrisch 148t sich diese Gruppierung als die Voronoiparkettierung des In-
putraumes interpretieren. Darunter verstehen wir die Zerlegung des Raumes in
die Menge V= {V; | i =1,...,n} der Voronoizellen der einzelnen Vektoren w;, so
dafl

R"=ViUV,U..UVyx

Die zum Vektor w; gehorige Voronoizelle V; ist definiert als das Gebiet aller z,
die zu w; einen kleineren (oder hochstens den gleichen) Abstand als zu allen

restlichen Kodebuchvektoren haben
Vi={z|d(z,w;) <d(z,w;) Vj#i} (4.2)

Die Grenzen der einzelnen Voronoizellen sind folglich Hyperebenen, die die Ver-
bindungslinien zwischen benachbarten Reprisentanten auf halbem Wege senk-
recht schneiden.

Der Vorteil der Vektorquantisierung wird offensichtlich wenn wir ein Infor-
mationsiibertragungsystem betrachten, bei dem ein gewisser Verlust an Ubertra-

gungstreue in Kauf genommen werden kann. Als Information wird dann nur der
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Index i iibertragen und im Decodierungsschritt dann w; ausgegeben *

Kodierer ) Dekodierer
Input » = I e A _ = w; Output
T = 1 = w;

(4.3)

Der Kodierer ist also durch die Funktion i : = — i (x) gegeben, wobei (s. 4.1)
i = arg rnjind (z, wj) (4.4)
d. h. die Datenvektoren zum Reprisentaten w; liegen alle in dessen Voronoizelle.
Fiir das Maschinelle Lernen kann der Vektorquantisierer vor allem als In-
strument zur problemangepafiten Diskretisierung von Datenrdumen eingesetzt
werden, d. h. als eine Vorverarbeitungseinheit, die reellwertige und eventuell ver-
rauschte Daten in diskrete Kategorien einordnet, die dann von regelbasierten Sy-
stemen des Maschinellen Lernens unmittelbar weiterverarbeitet werden kénnen.
Frage ist nun, wie eine moglichst effektive Vektorquantisierung aussieht. Dazu
gibt es im wesentlichen zwei Kriterien — die iibertragene Transinformation und

den Rekonstruktionsfehler.

Die Transinformation als Giitemafl

Der VQ kann als ein Kodierer betrachtet werden, der Inputs x Gruppenlabel
[, [=1,...,L zuordnet. Wir stellen nun zunéchst die Frage nach der im Sinne
der Informationstheorie optimalen Form der Kodierung. Diese Frage kann ganz
allgemein ohne Bezug auf eine spezielle Realisierung eines VQQ beantwortet wer-
den. Das entsprechende Qualitdtsmaf ist die Transinformation, die die durch den
Kodierer tibertragene Information mifit. Wenn die Inputvektoren x € R" stocha-

stische Vektoren mit einer Verteilung p () sind, so ist die Inputinformation
10 == "p(x) In p(z)

Wegen der Zuordnung r — w; bzw. x — Klassenlabel [, [ =1,..., L definiert
die Verteilung p (x) auch eine Outputverteilung P (1) mit Information

L

10 = —N"P(l)In P ()

=1

!Die Vektoren w; brauchen nur einmalig {ibertragen zu werden.
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Die bedingte Outputinformation I*4®) = — S~ P (i | 2) In P (I | ) bzw. ihr
iiber die Inputs gemittelter Wert
L

Jloutlin) _ <[(outlm)> — Zp(x) ZP (l|z)In P(l|x)

ist ein Maf fiir die Outputinformation bei festgehaltenem Input x. Bei einer
wie im betrachteten Fall deterministischen Zuordnung (sog. harte Kodierung) ist
P (I | x) entweder Null oder Eins und damit ist die bedingte Information gleich
Null, wie es sein muf}, denn die bedingte Information mif}t die durch das Rau-
schen des Kodierers erzeugte ”falsche” Information.. Die am Ausgang anliegende
nutzbare oder unverfilschte Information ist gerade die Transinformation, d. h.

die durch den Kodierer iibertragene Information

[(trans) — I(out) . I(out\in)

Im betrachteten Fall der harten Kodierung gilt also I(7%"s) = () ynd der

optimale Kodierer ist durch 7(°Y) = max gegeben, was durch
1
P(l) =—
=1

erfiillt wird, d., h. der Kodierer arbeitet optimal, wenn alle Repréisentan-
ten im Mittel iiber die Inputs gleich oft angesprochen werden, bzw. wenn
alle Zellen im Mittel gleich viele Datenpunkte enthalten. Fiir p (z) = const heifit

das, daB alle Doménen (Voronoizellen) gleich grof} sind.

Der Rekonstruktionsfehler

Der Rekonstruktionsfehler driickt den durch die Ersetzung der x durch die w
gemachten Fehler in Termen der mittleren quadratischen Abweichung aus

E(w):E({wi|izl,...,N}):<E(w,x)>:Zp(x) E (w, )

mit

FE (W, :U) =d (wi(x), JZ)Q
wobei i (z) der Index des Siegerreprisentanten zu z ist, d. h. d(wi(m),x) =
min; d (wy, x). Speziell gilt fiir den Fall des Euklidischen Abstandes

E(w,z) = Z(l"a — Witz)a)” (4.5)

[0
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Bei gleichverteilten Daten ist der Rekonstruktionsfehler am kleinsten, wenn
alle Zellen gleich grof§ sind und eine dichteste Kugelpackung des Raumes realisie-
ren. Das enspricht auch dem Maximum der Transinformation. Bei inhomogenen

Datenverteilungen liefern beide Mafle aber durchaus unterschiedliche optimale

VQ.

4.1.1 Der Lernalgorithmus

Die Bestimmung des besten Satzes von Prototypvektoren erfordert die Minimie-

]’tr ans

rung von E bzw. die Maximierung von als Funktion der w. Das kann durch

ein Gradientenfolgeverfahren erreicht werden. Fiir die Minimierung des Rekon-
struktionsfehlers E wird dabei jeder Vektor w; schrittweise gemaf
)

—€
3wi

Awi =

(4.6)

verdndert.

Dazu mufl aber der mittlere Fehler £ bekannt sein, d. h. man muf} schon
alle Daten vorliegen haben. Ein inkrementelles Verfahren, bei dem mit jedem
neu einkommenden Datenvektror = eine “infinitesimal” kleine Verdnderung der
Codebuchvektoren vorgenommen wird, ergibt sich durch die stochastische Ap-
proximation des Gradientenabstieges (4.6). Das wird mit folgendem Algorith-
mus realisiert: Bei Eingabe von x bestimmen wir zunéichst den zustindigen (best

match) Reprisentanten w; und fiihren fiir diesen den Lernschritt gemaf
Aw; = —€ (w; — x) i=1(x) (4.7)

aus, wobei die Fehlerfunktion (4.5) zugrundegelegt wurde[31]. Der Lernparameter
€ ist im Sinne eines simulated annealing wieder geeignet abzukiihlen.
Der Algorithmus erzeugt einen zeitdiskreten stochastischen Proze w (¢). Im

stationéren Zustand gilt (Aw) = 0 und folglich
() = ()

wobei die <x>(l) die Mittelung iiber die Doméne des Représentanten w; ist. Der
Reprisentant ist also bei sorgféltigem ”Einfrieren” gleich dem Mittelwert der in
seiner Doméne gelegenen Inputvektoren x.

Das Verfahren heiffit auch Wettbewerbslernen, weil die Repréasentanten sozu-

sagen im Wettbewerb um die beste Reprisentation der Inputs stehen.
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4.1.2 Topografische Vektorquantisierer

Bei den bisher dargestellten und auch bei den meisten der in der Praxis gebréuch-
lichen Verfahren spiegelt sich die Metrik des Datenraumes in den Représentanten
nicht wieder. Im Inputraum benachbarte Datenvektoren werden im allgemeinen
nicht auf benachbarte Indizes abgebildet, die Indexfunktion generiert keine nach-
barschaftserhaltende (topgrafische) Abbildung. Fiir viele Anwendungen ist das
ein echter Nachteil. Als Alternative ist aus der Neuroinformatik der Algorithmus
von Kohonen bekannt, der unter geeigneten Voraussetzungen einen topografi-

schen Vektorquantisierer generiert, vgl. [25, 42, 55, 6].

4.2 Clusterung von Daten

Daten bilden oft in natiirlicher Weise Gruppen. Das ist beispielsweise der Fall,
wenn die Daten gestorte Versionen einer kleinen Anzahl von Prototypen sind.
Beispiele finden sich wieder (i) in der Spracherkennung, wo die Prototypen die
Phoneme in der (wie auch immer definierten) Standardaussprache sind oder (ii)
in der Bildverarbeitung, wo verschiedene Bilder ein und derselben Person eine
Gruppe bilden. Eine besondere Schwierigkeit in der Clusterung von Daten liegt
dann vor, wenn es keine dufleren Hinweise fiir die Zuordnung der Daten zu den
einzelnen Clustern gibt. In vielen Féllen ist auch die Zahl der Cluster unbekannt.
Dann kann die Clusterung nur aus den statistischen Eigenschaften der Daten ge-
wonnen werden, was fast immer ein nichttriviales und oft nicht eindeutig lsbares

Problem darstellt.

Wir wollen zunéchst Clusterungsverfahren darstellen, die fiir metrische Daten
besonders gut geeignet sind. Diese leiten sich von geometrischen Vorstellungen
iiber die Verteilung der Datenvektoren im Raum ab und setzen damit stillschwei-

gend die Giiltigkeit der Dreiecksrelation voraus, vgl. Abschnitt 5.

Nichtmetrische Daten erfordern im allgemeinen andere Verfahren, die sich
mehr in Richtung kombinatorische Optimierung orientieren. Ein Beispiel soll in
Abschnitt 4.2.4 gegeben werden. Eine andere Méoglichkeit ist die Einbettung der

Daten in einen metrischen Raum vgl. 4.2.4.
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4.2.1 Problemstellung

Ziel der Clusterung ist die Einordnung der Menge aller Datenvektoren x; € D,
xr € R" in eine Anzahl K von Clustern, wobei sich die Datenvektoren eines Clu-
sters grob gesprochen durch eine besonders starke Verwandtschaft auszeichnen.

Formal definieren wir eine Zugehorigkeitsfunktion

1 falls x € Cluster v
Xo (2) = (4.8)
0 falls x £Cluster v

die die Zugehorigkeit des Datums z € R" zum Cluster v bestimmt. Genausogut
konnen wir mit der Indexfunktion i(x) operieren, zum Datum x den Index v des
zugehorigen Clusters ausgibt.

Falls jeder Cluster durch einen Prototypen oder Représentaten w, dargestellt
werden kann, dann ist die Indexfunktion in natiirlicher Weise durch das Prinzip

des kleinsten Abstandes gegeben, d. h. wie im Fall des Klassifikators gilt

v = arg mind(z, w,) (4.9)

4.2.2 Der k-means Algorithmus

Eines der bekanntesten Verfahren zur Bestimmung der Prototypen ist der k-
means Algorithmus. Dies ist ein iteratives Verfahren, das von einer geeigneten
Initialisierung ausgehend die Reprisentanten (Prototypen) schrittweise verbes-
sert. Ziel ist dabei, daf die Prototypen mit den Zentroiden (Schwerpunkten) des
Clusters den sie definieren, zusammenfallen. Die Clusterzugehorigkeit ist durch

den n#chstgelegenen Reprisentanten, der Schwerpunkt eines Clusters v durch
1 1
ZU:ZZX“(x)x:ZZm (4.10)
xED CEGDU

bestimmt, wobei D,, die Menge der Datenvektoren, die zum Cluster v gehéren und
Z =) .eD Xo (7) den Normierungsfaktor, also die Zahl #D,, der zum Cluster v
gehorigen Datenvektoren bezeichnet.

Ziel des Algorithmus ist die schrittweise Verbesserung der Ubereinstimmung
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zwischen Schwerpunkt und Reprisentant eines jeden Clusters?. Dazu werden in
jedem Schritt der Iteration die Schwerpunkte aller Cluster neu berechnet. Die so
ermittelten Schwerpunkte bilden die neuen Prototypen. Konvergenz ist erreicht,

wenn sich die Schwerpunkte nicht mehr verschieben.

4.2.3 Adaptive Vektorquantisierer zur Clusterung

Wie in Kap. 4.1 ausgefiihrt, generiert auch der adaptive V(QQ eine Konfiguration,
in der die Représentaten im Zentrum ihrer Doméne liegen und leistet damit im
Prinzip das gleiche wie der k-means Algorithmus. Man startet mit einer geeignet
erzeugten Menge von Prototypvektoren w, € R",k =1,2,... und verschiebt in

jedem Lernschritt den Siegervektor geméif
Awg = €(x — wy) (4.11)

wobei x € R" ein beliebiges Datum ist.

Die Clusterung der Daten kann dann anschlieend durch Inspektion der Pro-
totypvektoren erhalten werden. Sind die Cluster gut getrennt und lassen sich
diese bei bekannter Anzahl durch einen Prototyp je Cluster modellieren, wird
dieses Verfahren im allgemeinen die hypthetischen Prototypvektoren wy in die
Schwerpunkte der Cluster verteilen.

Der Unterschied zum k-means Algorithmus liegt hier wieder in dem on-line
Charakter des Lernens in (4.11) und auch in Verlauf und Ergebnis der Clusterung.
Sind nimlich die Daten zahlreich und die Clusterstruktur nichttrivial, dann ist
das Auffinden der besten Clusterung ein komplexes nichtlineares Optimierungs-
problem fiir das die Algorithmen meist nur eine suboptimale Losung finden. Das
Ergebnis des k-means Algorithmus héngt dann stark von der Initialisierung und

das des adaptiven VQs von der Abkiihlungsstrategie ab.

4.2.4 Nichtmetrische Daten

Fiir nichtmetrische Daten, fiir die nur die paarweisen Abstinde dj; bekannt sind,

kann der Ansatz (4.10) Verwendung finden, wenn die Daten vorher in einen me-

2Wir nehmen der Einfachkeit halber an, daf8 jeder Cluster durch genau einen Prototypvektor

reprisentiert wird.
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trischen Raum eingebettet wurden, s. unten. Ansonsten bietet sich der Weg iiber
eine Kostenfunktion an, deren Minimierung, wie unten dargestellt, die richtige

Clusterung liefert.

Einbettung in metrische Ridume

Grundprinzip der Einbettung ist die nachbarschaftserhaltende Abbildung der Da-
ten in einen Raum, in dem eine (Euklidische) Metrik definiert ist. Ein modernes
Verfahren ist das multidimensional scaling vgl. [4, 20]. Dazu wird Vk = 1, ..., N
dem k—ten Element aus der Menge der Daten D ein fiktiver Datenvektor =, € R"
zugeordnet, wobei n < N. Das definiert eine Abbildung der Menge D in den n—
dimensionalen Euklidischen Raum, so daf also z; das Bild (die Projektion) des
k—ten Elementes der Menge D ist. Von D braucht nur die Matrix d bekannt zu
sein, deren Elemente d;, den (verallgemeinerten) Abstand zwischen den Elemen-
ten i und k£ von D quantifizieren. Die Abbildung (Einbettung) soll nun moglichst
abstandstreu sein, d. h. die Absténde d;; werden moglichst genau durch die (Eu-
klidischen) Absténde im Zielraum R" reproduziert.

Die beste Einbettung minimiert folglich die sog. Einbettungskosten

N

H = %; (d (w1, 28) — dig)? (4.12)
(O. B. d. A. kénnen wir annehmen, daf§ der Ursprung des KS mit dem Schwer-
punkt > x;/N zusammenfillt) Die Minimierung von H ist ein nicht-konvexes
Optimierungsproblem, d. h. dafl im allgemeinen sehr viele lokale Minima existie-
ren. (Die friiher besprochene Methode des simulated annealing ist deshalb eine

beliebte Methode zur Lisung des Einbeittungsproblems.)

Kostenfunktion

Falls man den Umweg {uber die Einbettung in einen metrischen Raum nicht
gehen mochte, bietet sich die Formulierung als Optimierungsproblem {iber eine

Kostenfunktion an. Eine geeignete Funktion ist

N¢ 1 N N
Ec (x) = Z 7N Z ZXkUXlUdkl (4.13)
v=1 Y

k=1 I=1
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wobei N = #D (Gesamtzahl der Datenvektoren), Z,, die Zahl der Datenvektoren

im Cluster v und
1 falls Datum k € Cluster v

0 sonst

legt die (zu bestimmenden) Clusterzugehorigkeiten fest. Die im Sinne dieser Ko-
stenfunktion optimale Clusterung ergibt sich durch die Minimierung von Ex nach
den Clusterzugehorigkeiten {x;,}. Der Hauptterm in der Kostenfunktion (4.13)
ist klein, wenn in jedem Cluster alle Daten paarweise einander besonders dhn-
lich sind. Andererseits bestraft der Vorfaktor das Entstehen kleiner Cluster, er

befordert also eine mdoglichst gleichméfBige Verteilung der Daten auf die Cluster.

Minimierung der Kostenfunktion

Die im Sinne der Kostenfunktion optimale Clusterung ergibt sich aus der Mini-
mierung der Kostenfunktion (4.13) durch Variation der yj,. Da diese bindrwer-
tig sind, ist das ein diskretes Optimierungsproblem, das wieder nichtkonvex, d.
h. mit lokalen Minima ”gesegnet” ist. Das diskrete Optimierungsproblem kann
nicht durch Gradientenabstieg gelost werden. Besonders geeignet sind die spéter
zu besprechenden genetischen Algorithmen (s. Kapitel 8) oder die dem simula-
ted annealing eng verwandten Monte Carlo Methoden. Ziel ist der schrittweise
Abstieg auf der Kostenlandschaft durch tentative Verdnderungen der Clusterzu-
gehorigkeiten, wobei wieder ein stochastisches Element (Rauschen) das Stecken-
bleiben in den Nebenminima verhindert. Die Stérke der stochastischen Einfliisse
regelt eine fiktive Temperatur 7', die im Laufe des Verfahrens abgesenkt wird.

Der Algorithmus ist durch den folgenden Pseudocode gegeben:

1. Initialisiere die xx, € {0,1} Vk,l = 1,..., Nundv € 1,..., Nc geeignet, z.
B. xr = random € {0,1}.

2. Bestimme einen Interimssatz x' = {x},;} durch Modifikation des Satzes
X = {xw} der Clusterzugehorigkeiten. (Das kann auf verschiedene Weise
geschehen, z. B. durch Zufallsauswahl eines Paares (7, j) und ”Flippen” der
Clusterzugehdrigkeit, d. h. x;; = 1 = xj; = 0 bzw. x5 = 0 = xj; = 1.

Alle anderen Clusterzugehorigkeiten bleiben erhalten).
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3. Bestimme die damit erzielte Anderung AEc = E¢ (x') — Ec (x) der Ko-

stenfunktion E¢o

4. Bestimme die Akzeptanzwahrscheinlichkeit fiir diese Anderung

1

Py, = 1 + eAEC/T

5. Fiihre mit mit Wahrscheinlichkeit P,j, die Ersetzung y < x’ durch.

6. GOTO 2
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Kapitel 5

Konzeptlernen

5.1 Einfiihrung

Bisher behandelte Methoden des Lernens aus Beispielen beruhten hauptséchlich
auf der Variation reellwertiger Parameter. Diese sind besonders fiir metrische
Daten geeignet. Typische Anwendungen finden diese Verfahrren bei der Reali-
sierung lernfihiger technischer Systeme (Spracherkennung, Controlling, Robotik,
adaptive Filter zur Signalverarbeitung, u.a.) Die Verfahren arbeiten weitgehend
modellfrei, d. h. sie setzen kein Verstdndnis der Daten voraus, die sie verarbeiten.
Man bewegt sich dabei also auf der prikognitiven Ebene.

Auf der kognitiven Ebene arbeiten wir im allgemeinen mit einer symbolischen
Reprisentation der Welt, wobei die Funktion des Lerners durch ein Regelsystem
gegeben ist, das auch eine Erkldrung des erlernten Verhaltens liefert. Dies ist
insbesondere beim Erlernen eines Konzeptes der Fall.

Wir betrachten das Kozept (von Lat. conceptus = Gedanke, Begriff) als ein
Ordnungselement, das es erlaubt, in sinnvoller Weise die Objekte der Welt in
Klassen einzuteilen (positive und negative Instanzen des Konzeptes). Die Dar-
stellung der Konzepte kann dabei sehr unterschiedlich sein, es kann durch einen
Satz von Regeln beschrieben sein oder durch ein Prédikat, das genau dann wahr

ist, wenn das Objekt eine positive Instanz des Konzeptes ist. Beispiele:

e Das Konzept "GERADE_ZAHL” ist in Termen des Prédikates "n ist eine
gerade Zahl” = GERADE_SEIN(n) beziiglich der Instanzen (jede natiirliche
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Zahl n) mathematisch eindeutig definiert.

e Das Konzept ”GRUN” mit Pridikat GRUN_SEIN(< Objekt >) kann nicht
eindeutig auf die Angabe physikalischer Eigenschaften des Objektes redu-
ziert werden. Das ist der allgemeine Fall. Die Bedeutung des Konzeptes liegt
in seiner offensichtlichen Brauchbarkeit als Ordnungselement im Umgang

mit den Dingen der uns umgebenden Welt.

Wir stellen in den Mittelpunkt unserer Uberlegungen des Konzeptlernens den
Lehrer oder besser die Welt als Quelle der Daten. Die Welt verstehen wir als
eine Ansammlung verallgemeinerter Objekte, das sind beliebige dingliche Objek-
te aber auch Sachverhalte, Situationen, Handlungsabliufe oder dhnliches. Uber
diese Objekte liegen uns empirische Daten vor, die Aussagen iiber die Eigen-
schaften der Objekte machen. Wir diirfen folglich voraussetzen, dafl jedes Objekt
durch einen verallgemeinerten Merkmalsvektor & beschrieben ist. Auflerdem ist
eine Klasseneinteilung fiir diese Objekte gegeben, die in eindeutiger Weise fiir
jedes Objekt festlegt, ob das Objekt als zur Klasse gehorig akzeptiert oder ver-
worfen wird. Formal nimmt diese Klassenzuweisung der Lehrer vor, dem damit
eine Kenntnis des Konzeptes schon unterstellt wird. In Wirklichkeit liegen eher

die folgenden zwei Situationen vor:

e Der Lehrer (in dem Fall besser der Experte) nimmt die Einteilung eher
intuitiv vor, ohne sich iiber die logische Grundlage seiner Entscheidungen
wirklich im Klaren zu sein. Die Identifikation der Farbe eines Objektes fallt

in diese Kategorie.

e Die Klasseneinteilung kann schon in der Natur der anfallenden Daten be-
griindet sein. Beispielweise konnen in Abhéngigkeit von den Startbedin-
gungen Prozesse zu einem bestimmten Ergebnis fiihren oder eben nicht.

Krankheiten als Beispiel.

Die Herausforderung an den maschinellen Lerner besteht in beiden Féllen im
Entdecken der logischen Entscheidungsprinzipien. Somit ist der Lerner am Ende
seines Lernprozesses i. a. kliiger als der Lehrer, denn er kann ein klares logisches
Schema fiir seine Entscheidungen vorweisen. So wollen wir als Ergebnis des Ler-

nens beispielsweise eine bestimmte Regel haben, die es auch dem Farbenblinden
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erlaubt, anhand der physikalischen Merkmale (Spektrum) beliebige Objekte in
Griine und Nichtgriine zu klassifizieren. Ebenso kann der Lerner ein logisches
Schema erlernen, mit dem er aus den physiologischen Merkmalen der Patienten
auf das Vorliegen einer bestimmten Krankheit schlieflen kann.

Schematisch konnen wir also unsere allgemeine Formulierung der Transfer-

funktion des Lerners

y=>5(|w)

oder

jetzt so interpetieren, dal w einen Satz von Verhaltensregeln darstellt. Beispiel:

Lerner

IF 1 <1 THEN y=1x19 —y
IF ...

8y
1

5.1.1 Darstellung der Objekte (Instanzen des Konzeptes)

Konkrete Lernverfahren des Konzeptlernens setzen eine adiquate Darstellung der

Welt durch eine geeignete Beschreibungssprache voraus.
Darstellung der Objekte durch Merkmalsvektor ¥ = (z1, ..., z,)

e Komponenten des Merkmalsvektors sind Attribute

Z = (< Attribut 1 >, < Attribut2 >,...)

e Beispiel: Steckbrief
7 = (< Grofle >, < Augenfarbe >, .. .)
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o Attributwerte rellwertig, ordinal, nominal oder bel. symbolische Ausdriicke

T = (< Grofle >, o)

e 3 N\
199em  grofl Kat. 3

e Beispiel: Eine Welt verschiedenfarbiger geometrischer Objekte — Kreise,
Rechtecke, Dreiecke,...die die Farben Rot, Griin, Blau, ... annehmen koénnen.
Objekt durch einen Merkmalsvektor & = (zy, z2) (geordnetes Paar bzw. Li-
ste) mit den Attributen x; =< Farbe > und xo =< Gestalt > beschrieben,
z. B.

¥ = (rot, kreis), I = (grin,rechteck),...
Jeder dieser Merkmalsvektoren beschreibt eine Instanz des Konzeptes

GRUN, das Pridikat ist ”GRUN_SEIN”. Die positiven Instanzen sind durch
die Menge {(griin,y) | y = kreis, dreieck, ...} gegeben.

Darstellung der Objekte durch préadikative Ausdriicke

Das Préddikat dient der Beschreibung von Klassen konkreter Objekte. Darstel-
lung durch unére oder binére Priadikate. KRANK(peter) beschreibt das einstel-
lige Pradikat "krank sein”. Mehrstellige Prédikate dienen der Darstellung von
Relationen R(xq, s, .., x,) zwischen den Objekten z.B. BESITZ(emil, fahrrad),
bzw. der Formulierung von Aussagen, d. h. deklarativen Sétzen mit Wahrheits-
wert ”wahr” oder "falsch”. Ein konkretes Objekt o ist durch einen Satz D (o)
beschrieben, wobei D ein logischer Ausdruck von einem Argument ist.

Beipiel: Das Objekt "roter Kreis” ist mittels unérer oder bindrer Priadikate

durch Ausdriicke der Form
e ROT (o) N KREIS (0)

bzw.
e GESTALT (o,kreis) N FARBE(o,rot)
beschrieben.
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5.1.2 Darstellung der Konzepte

In einer konkreten Darstellung wird das Konzept durch einen Satz von Regeln
beschrieben, der in eindeutiger Weise die negativen von den positiven Instanzen
unterscheidet. In der priadikatenlogischen Formulierung beispielsweise wird das
Konzept durch ein Priadikat dargestellt. Aus der Sicht des Lerners ist das das
Zielpradikat Z. Aufgabe des Lerners ist das Auffinden eines dquivalenten logischen
Ausdrucks, der die eindeutige Klassifikation der Objekte in positive und negative

Instanzen des Konzeptes erlaubt.

e Ergebnis des Lernens ist Aussage der Form

Yo Z (o) & C (o)

wobei C' ein logischer Ausdruck. Beispiel: Konzept ECKIG:

Vo ECKIG (0) <= GESTALT (o, dreieck) vV GESTALT (o, viereck)
(5.1)

5.1.3 Instanzen— und Regelraum
Instanzenraum

o Geeigneter abstrakter Raum zur Darstellung der mdoglichen Instanzen des

Problems.
e Jede Instanz und damit auch jedes Trainingsbeispiel ist ein Punkt in diesem
Raum. Allgemein nichtmetrischer Raum.
Regelraum
e Geeigneter abstrakter Raum zur Darstellung der Regeln.

e Beispiel: Welt farbiger geometrischer Objekte. Beispiel fiir eine Regel in

pradikatenlogischer Formulierung

Yo FARBE (o, griin) A GESTALT (o, dreieck) < GRUN (o)  (5.2)
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e Eine beliebige Regel kann als eine Hypothese iiber das Konzept aufgefafit

werden.

5.1.4 Lernaufgabe

Gegeben:

e Eine Menge von Trainigsbeispielen,
T={y)|7€Q, yel{l,F}}

d. h. einer Menge von positiven und negativen Instanzen des Konzeptes +
Ein Lehrer (Trainer), der die Trainingsbeispiele (in positive ( y =T ) und
negative (y = F)) klassifiziert.

e Eine geeignete Beschreibungssprache fiir diese Instanzen.

e Der Regelraum mit einer geeigneten Darstellung (d. h. einer Sprache zur

Formulierung) der moglichen oder denkbaren Konzepte.

Gesucht:
e Regel zur eindeutigen Identifikation der positiven Instanzen des Konzeptes.

Lernen ist hier das zielgerichtete Absuchen des Regelraumes nach der am besten
passenden Regel. Grundlegend fiir die meisten Lésungsverfahren ist die Annah-
me einer geschlossenen Welt (Closed world Assumption), d. h. daf} der
Regelraum das gesuchte Konzept enthilt. Die gefundene Regel ist dem
Lehrer i. a. nicht bekannt. Die Klassifikation der Instanzen kann vom Lehrer
nach einem beliebigen Prinzip vorgenommen worden sein. Der Lerner hat dann
das selbst dem Lehrer unbekannte Konzept zur Klassifikation der Daten gewon-
nen. Damit leistet das Erlernen des Konzeptes einen Beitrag zum Verststehen der

durch die Daten représentierten Sachverhalte.

5.1.5 Einsatzmoglichkeiten des Konzeptlernens

1. Klassifikation: Unbekannte Inputs werden als positive oder negative In-

stanzen des Konzeptes klassifiziert.
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. Vorhersage: Wenn Trainingsinstanzen sukzessive Elemente einer Folge

sind, konnen neue Elemente der Folge vorhergesagt werden.

Datenkompression: Suche Konzept zur kompakten Beschreibung eines

groflen Instanzenraumes.

Und andere.

5.2 Inferenzprozeduren

5.2.1 Allgemeines

Lernen = Absuchen des Regelraumes nach dem best match Konzept.
Ezhaustive search = Kombinatorische Explosion.

Heuristiken zur Exploration des Regelraumes und Aufstellung von Hypo-

thesen.

R Heuristischer R

Operator

analog

. Heuristischer m
Hypothese:| — — |Hypothese1

Operator

Héufigste Inferenzprozedur: Verallgemeinerung einer bestehenden Regelba-

e
e 2

Die Darstellung der Regeln im Pridikatenkalkiil impliziert i. a. eine ver-

sis.

Verallg. R

Operator

gleichsweise einfache Syntax fiir die Verallgemeinerung der Regeln.
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5.2.2 Syntaktische Regeln der Inferenz

Die gezielte Absuche des Regelraumes velangt, sich in diesem definiert bewegen
zu konnen. Das kann auf der syntaktischen Ebene organisiert werden, was sich
insbesondere fiir modellfreie Verfahren anbietet, da diese ohne Heuristiken fiir die

Bewegung im Regelraum auskommen sollen. Beispiele:

o Verwandlung von Konstanten in Variable: Die Aufgabe sei die Entdeckung
des Konzeptes "PAAR” in einer Menge aus N Objekten. Jede Instanz ist
eine Menge 6 aus N Elementen mit den Attributen FARBE und GESTALT
. Eine positive Instanz des Konzeptes PAAR (in der Menge befinden sich
zwei Objekte der gleichen Gestalt) ist z. B. beschrieben durch

Instanz 1: Jo,0' GESTALT (o, kreis) NGESTALT (o', kreis)  (5.3)

Instanz 2: Jo,0' GESTALT (o,dreieck) N\GESTALT (o', dreieck) (5.4)

1. Die durch Ersetzen der Variablen durch eine Konstante = verallgemeinerte

hypothetische Regel ist dann

Regel : Vo, 0’ GESTALT (0,2) NGESTALT (o',x) & PAAR (0,0") (5.5)

o Weglassen von Bedingungen: Fiir das gleiche Problem seien die positiven

Trainingsinstanzen

Instanz 1: Jo,0' GESTALT (o, kreis) N\GESTALT (o', kreis) A
FARBE (o,rot)
(5.6)
Instanz 2: Jo, o' GESTALT (o,dreieck) N\GESTALT (ot, dreieck) A
FARBE (o,rot)
gegeben. Die naheliegende Verallgemeinerung ergibt sich dann aus dem

Weglassen der irrelevanten Bedingung FARBE (o, rot).

o Hinzufiigen von Optionen: Die Aufgabe sei nun, das Konzept ECKIG zu

lernen. Die positive Instanz

I1: GESTALT (o,dreieck)
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kénnte zu der Regel
Regel : Yo GESTALT (o,dreieck) < ECKIG (o)
gedeutet werden. Eine weitere Trainingsinstanz

I2: GESTALT (o,viereck)

fiihrt dann mit der Hinzunahme der durch diese Instanz nahegelegten Op-

tion auf die Regel

Regel' : Yo GESTALT (o,dreieck)NGESTALT (o, viereck) < ECKIG (o)

e Kurvenanpassung: Die Aufgabe sei nun die Entdeckung eines funktionellen
Zusammenhanges zwischen zwei Inputs x;,zs und einem Output y. Die

Instanzen sind die Tripel (z1,x9,y), z. B.

n:  (1,1,1)
2: (21,2
3:  (0,0,1)

Durch lineare Regression folgt als hypothetischer allgemeiner Zusammen-

hang
Regel (Z,y) : y=x —x2+1 (5.7)

was gegen neue Instanzen getestet werden kann. Widersprechen beispiels-
weise die neuen Instanzen der Regel (5.7), so kann eine weitere Verallge-
meinerung dieser Regel n6tig werden, versuchsweise etwa durch Nullsetzen

des Koeffizienten von z,
Regel' (Z,y) : y=azx+0

wobei die Koeffizienten «, 3 geeignet gewéhlt werden miissen, um die bisher

gesehenen Trainingsinstanzen optimal zu fitten.
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5.2.3 Absuchen des Regelraumes. Aktives Lernen.

e Lernen = Entdecken des auf alle Instanzen passenden Konzeptes.
e Trainingsinstanzen dirigieren Richtung der Suche im Regelraum.

e Fiir auseinanderfallende Darstellungen der Ridume: Kompliziertes Wech-

selspiel zwischen Bewegungen im Regel- und im Instanzenraum

‘ Exploration-Planung ‘

i}
‘ Instanzen-Wahl ‘
v N
‘ Instanzen-Raum ‘ Regel-Raum
e /
‘ Interpretation ‘

e Beispiel fiir auseinanderfallende Beschreibungssprachen: Welt farbiger geo-

metrischer Objekte mit Darstellungen, wobei die

— Trainingsinstanzen durch Merkmalsvektoren T =

(< Farbe >, < Gestalt >) und die

— Regeln durch Aussagen der Art

Yo GESTALT (o,dreieck)VGESTALT (o, viereck) < ECKIG (o)

beschrieben sind.

e Lernen geschieht in den Schritten Présentation einer Instanz, Interpreta-
tion derselben in der Sprache der Regeln, Test der Ubereinstimmung
mit den vorhandenen Hypothesen (als giiltig angenommene Regeln), Aktua-
lisierung der Hypothesen, Planung der weiteren Schritte z. B. durch gezielte

Auswahl der nachsten Instanz.

e Der Lerner kann neue Instanzen gezielt abrufen, um den maximalen Lern-

fortschritt zu erzielen = Aktives Lernen.
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5.3 Der Versionsraum

5.3.1 Idee

e Einheitliche Darstellung von Instanzen und Regeln (Instanzen als spezielle

Regeln formuliert).

e Feststellung einer Ordnung im gemeinsamen Darstellungsraum. Ordnungs-
parameter = Grad der Allgemeinheit der Regeln. Generell kann so jeder

Regelraum gemifl dem Allgemeinheitsgrad der Regeln geordnet werden.

e Eingrenzung der Menge H der plausiblen Hypothesen durch die Menge G

ihrer allgemeinsten und & ihrer spezifischsten Elemente.

[

Abbildung 5.1: Zwei Ebenen eines hiearchisch geordneten Regelraumes. Ein ele-
mentarer Verallgemeinerungsschritt projiziert von der unteren auf die néchst
héhere Ebene

5.3.2 Organisation des Versionsraumes
Definition

e Darstellung des Konzeptes durch einen pradikativen Ausdruck, der wahr

fiir alle positiven und keine der negativen Instanzen des Konzeptes ist.
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e Hypothesen sind tentative Formulierungen des Konzeptes. Jede Hypothese
H, ist Satz
Vo Z (o) <= C; (o)

wobei C; ein beliebiger in der giiltigen Beschreibungssprache formulierter

logischer Ausdruck ist.

e Alle Hypothesen durch die Menge aller priadikativen Ausdriicke gegeben,
die auf der konkreten Objektdoméne denkbar sind.

e Der Regelraum ist durch die Menge dieser Hypothesen gegeben.

e Der Versionsraum: Menge aller Hypothesen, die mit den schon gesehenen

Trainingsinstanzen noch vertréglich sind.

Versionsraum = Menge H der plausiblen Hypothesen

Partielle Ordnung im Versionsraum

e Ordnung von Spezifisch nach Allgemein.

1. Spezifischste Punkte (Regeln) im Regelraum — Trainingsinstanzen.

2. Allgemeinste Regel — Allbeschreibung (” Alle Objekte sind positive

Instanzen des Konzeptes”)

e Eingrenzung der Menge H der plausiblen Hypothesen durch die Menge G

ihrer allgemeinsten und S ihrer spezifischsten Elemente.

5.3.3 Das Lernverfahren

1. Initialisierung: Setze Versionsraum gleich dem vollen Regelraum, d. h.
G = {true} (entsprechend der Aussage ” Alle Objekte sind positive Instan-
zen des Konzeptes”) und S = {false} ("Kein Objekt ist positive Instanz
des Konzeptes”). Damit liegen alle Hypothesen tatséichlich im Raum zwi-

schen diesen Grenzmengen.

2. Prasentation einer Trainingsinstanz und Aktualisierung von G
bzw. S:
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Allgemein
° A
G
/, \\/,\\’/ﬂ\\//\\
Versionsraum
//)\\ //\\\ //’_\\ 4 \\\
g
Instanzen
®© o 00 00 0 0 00 Speziell

Abbildung 5.2: Hierachisch nach Grad der Allgemeinheit der Regeln geordneter
Regelraum. Die spezifischsten Regeln sind die Instanzen des Konzeptes selbst,
die allgemeinste Regel ist die Allbeschreibung. Den Versionsraum H bilden die
beim aktuellen Stand des Lernens noch plausiblen Regeln bzw. Hypothesen. Die
Mengen S (unten) bzw. G (oben) sind die Grenzmengen von H gegeben durch

die Menge der spezifischsten bzw. allgemeinsten Hypothesen in H.
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e Bei Prisentation einer positiven Trainingsinstanz (Update-S Pro-
zedur): Elimination aller Konzepte aus G, die TI fehlklassifizie-
ren. Ersetzen der mit TI inkonsistenten Konzepte in S durch ihre

kleinstmoglichen Verallgemeinerungen.

e Bei Prisentation einer negativen Trainingsinstanz (Update-G
Prozedur): Elimination aller Konzepte aus S, die TI fehlklassifizie-
ren. Ersetzen der mit TT inkonsistenten Konzepte in G durch ihre

kleinstmoglichen Spezialisierungen.

Verallgemeinerung bzw. Spezialisierung so, dal TI mit erfafit wird!

Der Algorithmus ist ein Kandidaten — Eliminations — Algorithmus.

Beispiel

88

Welt aus Objekten mit Farbe = rot bzw. griin und Gestalt = Dreieck,

Viereck bzw. Kreis.
Notation (r, D) fir ROT (o) N DREIECK (0) usw.
Das Programm soll das Konzept "KREIS” erkennen.

Nach der Allgemeinheit der Hypothesen geordnet ist der anfingliche Versi-
onsraum in Abb. 5.3 dargestellt.

Initialisierung: Die Menge H ist gleich dem gesamten Regelraum:
G enspricht Hypothese ” Alle Objekte sind Kreise”.
S enspricht Hypothese ” Alle Objekte sind keine Kreise”.

Prisentation der Trainingsinstanz (r, K') = positive Instanz des Konzeptes

= Update-S Prozedur mit Ergebnis

G ={true} = (z,y)
(5.8)
S = (r,K)

Der Versionsraum ist in Abb. 5.4 dargestellt.
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TR

v Ley ] k] [ | [x0]

| [ev] [ek] (<] (@] (a0

Abbildung 5.3: Der nach der Allgemeinheit der Hypothesen geordnete Regelraum
einer Welt aus farbigen geometrischen Objekten. Notation: Das Objekt (r, V)

bezeichnet ein rotes Viereck usw.

K R RS e Y B )

v Lev] [ek] [ ][] [e0]

Abbildung 5.4: Der Versionsraum nach der Prisentation der ersten Instanz “roter
Kreis”.Die Trainingsinstanz selbst ist wegen der Initialisierung S = { false} die
kleinstmogliche Verallgemeinerung. Die Pfeile markieren die potentiellen Pfade

durch den Versionsraum.
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v ley] D) [ ] [0

v [ev] [ex] [ ][] [e0]

Abbildung 5.5: Der Versionsraum nach der Prisentation der negativen Instanz

“griines Dreieck”.
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e Neue Trainingsinstanz: (g, D) als negative Instanz des Konzeptes =

Update-G Prozedur fiihrt auf Verkleinerung des GG- Raumes, d. h. der Ver-

sionsraum ist jetzt begrenzt durch
G = {(JS, K) ) (7“, y) ) (JJ, V)}
(5.9)
S ={(r, K)}
s. Abb. 5.5.

Dritte Trainingsinstanz: (g, K) als weitere positive Trainingsinstanz =
Update-S fiihrt auf Elimination von (r,y) und (z,V) aus G da inkonsi-
stent mit der Trainingsinstanz. Verallgemeinerung in S fiihrt auf (x, K).
Folglich

G=(2,K)
S = (z,K)
Anhalten des Algorithmus, da G = S. Ausgabe des Konzeptes "KREIS”

Vo GESTALT (0,K) < KREIS

Das Beispiel zeigt, dal die Mengen S bzw. G gerade die Mengen der hinrei-
chenden bzw. notwendigen Bedingungen fiir die Zugehorigkeit zu den posi-

tiven Instanzen des Konzeptes darstellen. Z. B. enthiilt S nach der zweiten
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Trainingsinstanz die hinreichenden Bedingungen dafiir, (r, K') als positive
Instanz des Konzeptes K REIS zu klassifizieren.

Bemerkung: Der Kandidaten-Eliminationsalgorithmus ist ein

5.4

Breadth-First Algorithmus. Kombinatorische Explosion des Aufwandes

bei groflen Regelrdumen.

Der Algorithmus ist datengetrieben. Empfindlich gegen zufillige Stérun-

gen (Rauschen) in den Trainingsinstanzen.

Der Algorithmus ist ein Least-Commitment-Algorithmus, d. h. er verallge-
meinert nur, wenn er dazu durch eine Trainingsinstanz gezwungen wird und

nimmt diese Verallgemeinerung nur in der kleinstmdoglichen Form vor.

Unféhigkeit disjunktive Konzepte zu entdecken. Ein Ausweg ist die Ver-

meidung trivialer Disjunktionen durch geeignete Vorschriften.

Klassifikationslernen

Gegeben sei eine Menge von Objekten mit bekannten Klassenzugehérigkei-

ten.
Ziel: Erlerne Regel zur Klassifikation dieser Objekte.

Jede Klasse k durch ein Konzept C} beschreibbar, d. h.

‘ Objekt x € Klasse k‘

0

‘xpositive Instanz des Konzeptes Ck‘

Lernen (Absuche des Regelraumes) mit Algorithmus A9 (Michalski): Auffin-
den des allgemeinsten Konzeptes zur jeweiligen Klasse durch Anwenden des
Kandidaten—-Eliminationsalgorithmus wie beim Erlernen eines single Kon-

zeptes.

Versionsraummethode. Single—representation Trick.
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e Folge: Konzeptbeschreibungen iiberlappen in nicht mit Trainingsinstanzen

belegten Bereichen des Regelraumes.

e Ausweg: Verwende zum Erlernen eindeutiger Klassifikationsregeln die Kon-
zepte der schon gelernten Klassen als negative Instanzen zum Erlernen der

aktuellen Klasse.

e Nebeneffekt: Dominanzhierarchie der Konzepte gemé&f ihrer Reihenfolge im

Lernprozef3.

Abbildung 5.6: Instanzen— bzw. Regelraum mit Instanzen dreier Klassen. Die
durch das Kozeptlernen gefundenen Regeln iiberlappen in den nicht instanziierten

Gebieten des Regelraumes.

5.5 Generate-And-Test Verfahren (G & T)

Eine Alternative zu den datengetriebenen Verfahren stellen modellgetriebene Ver-
fahren dar, die beziiglich Unempfindlichkeit gegeniiber Rauschen den datenge-
triebenen Verfahren weit iiberlegen, allerdings andererseits nicht wie diese in der
Lage sind, durch neue Trainingsinstanzen hinzukommende Zusatzinformation in-

krementell in die Konzeptbeschreibung zu integrieren.
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Abbildung 5.7: Die Konzepte frither gelernter Klassen kénnen als negative In-
stanzen fiir das Erlernen der aktuellen Klasse dienen. Ergebnis sind nicht iiber-
lappende Klassendoménen. Allerdings induziert die Reihenfolge des Lernens eine
Dominanzhierarchie der Klassen. Im Bild wurde Klasse 1 vor Klasse 2 und diese

vor Klasse 3 gelernt.

Abbildung 5.8: Erlernen der Mengen G und S fiir jede Klasse.
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Beispiel: INDUCEL.2-Algorithmus (Dietterich und Michalski 1981). Unter Be-
nutzung des Tricks der einheitlichen Reprisentation des Instanzen- und Regel-
raumes (s. o.) bilden die den zufillig ausgew#hlten Trainingsinstanzen entspre-
chenden Punkte im Regelraum die Ausgangspunkte fiir eine aufwértsgerichtete
Strahlsuche (Beam Search) im Regelraum. Das entspricht dem Update-S Algo-
rithmus in der Versionsraummethode. Hier werden allerdings modellbasiert Heu-
ristiken aktiviert, die die Verallgemeinerung von S steuern, so dal nur einige we-
nige Verallgemeinerungen wirklich entdeckt werden. Der Basismechanismus der
Verallgemeinerung ist dabei das Weglassen von konjunktiven Bedingungen
und Hinzufiigen innerer disjunktiver Optionen.

Allgemein folgen die iiber eine Beam-Search-Prozedur realisierten G & T Ver-

fahren etwa folgendem Schema:

1. Initialisierung: Wé&hle zufillig oder gezielt 7 Trainingsinstanzen aus der
Menge T aller Trainingsinstanzen aus. Als Punkte im Regelraum inter-

pretiert bilden diese die Menge H der Hypothesen.
2. Generierung neuer Hypothesen durch minimale Verallgemeinerung von H.

3. Pruning: Auswahl der 7 besten (=plausibelsten) Hypothesen. Bewertungs-
funktionen: Linge der Konzeptbeschreibungen, Grad der Ubereinstimmung

mit allen Trainingsinstanzen.

4. Test: Uberpriife Ubereinstimmung mit allen Trainingsinstanzen. Ubergabe

der Konzepte mit vollstindiger Ubereinstimmung an Ausgabemenge C.

5. Abbruch bei H =" leer” oder C' =" voll”, sonst Wiederbeginn bei 1.

Der Algorithmus ben6tigt nur positive Trainingsinstanzen.

Eine Anwendung — Erlernen von Strukturkonzepten

Wir betrachten Strukturen, die aus einer Menge geometrischer Objekte (Baustei-

ne) konstruiert werden konnen. Erlernt werden sollen Konzepte, die rein struk-
turelle Information enthalten (Beispiel: "BOGEN”, "LIEGEN_AUF”,...).
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Fiir die Beschreibung der Szene ist es giinstig, unére und binére (oder hohe-
re) Priidikate zu verwenden, die unéren dienen der Beschreibung der Eigenschaf-
ten wie GroBe oder Gestalt der Elemente (Bausteine), die bindren enthalten die
strukturellen Informationen, d. h. sie beschreiben die Relationen zwischen den

Elementen in der betrachteten Struktur. Die Trainingsinstanz
IT:3u,v: Gu)ANK((u)ANG@w)ANK (v)NAUF (u,v)

beschreibt zwei aufeinanderliegende grofie Kreise. (Abkiirzungen: G — GROS'S;
K = KREIS). Analog beschreibt

I2: Ju,v,w: KL(u)ANKu)ANGw)AQ (v)AG(w)AQ (w)

NAUF (u,v) N AUF (v, w)

einen kleinen Kreis (KL (u) = KLEIN (u)) auf zwei iibereinanderliegenden
groflen Quadraten.

Entsprechend der Dichotomie der Prédikate ist es angezeigt, den Regelraum R
in zwei Unterrdume Ry (nur-Struktur-Raum=Masterraum) und R, (nur Eigen-
schaften der Elemente) zu zerlegen, was eine entsprechende Zerlegung der Kon-
zeptbeschreibung induziert. Fiir das Erlernen eines Strukturkonzeptes erscheint
es sinnvoll, zunéchst eine Projektion (durch Weglassen aller durch unére Pradi-
kate formulierten Bedingungen) der vollen Beschreibung der Trainingsinstanzen
in den Masterraum R; vorzunehmen, das dort giiltige Konzept zu ermitteln und
danach im R, eine an der neuen Struktur des R; orientierte Beam-Search durch-
zufiihren.

Diese Zerlegung des Regelraumes definiert gleichsam das Modell, das der Su-
che zugrundeliegt. Das Modell integriert in geeigneter Weise das Ziel - Auffinden
eines reinen Strukturkonzeptes - in die Strategie fiir das Absuchen des Regelrau-
mes.

Im obigen Beispiel sind die projizierten Regeln

R1": Ju,v AUF (u,v)
(5.10)
R2':  Ju,v,w: AUF (u,v) N AUF (v,w)
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Die Beam Search in dem so definierten Ry liefert Ju,v AUF (u,v) als neue
Beschreibung einer positiven Instanz des Konzepts. Von diesem Ergebnis geleitet

wird nun ein neuer Merkmalsvektor
(GROESSE (u) ,GESTALT (u), GROESSE (v) ,GESTALT (v))

zur Beschreibung der Instanzen des R, gebildet, und die anstehenden Objekte
werden in dieser Sprache beschrieben. (Beispiel: Die der Instanz 2 entsprechende
Situation ist alternativ durch die Merkmalsvektoren (klein, kreis, grof, quadrat)
oder (groB, quadrat, groB, quadrat) beschrieben). Die anschlieende Beamn Search
im Ry fiihrt zur Verallgemeinerung dieser Trainingsinstanzen. Die Kombinati-
on mit der im R; gefundenen Beschreibung ergibt schliellich die zwei giiltigen

Konzeptbeschreibungen

Cl: Fu,v: GROSS (u) NGROSS (v) NAUF (u,v)

C2: FJu,v: KREIS(u) N\GROSS (v) N AUF (u,v)

was den Aussagen "ein Kreis liegt auf einem grofien Objekt” oder ”zwei grofle

Objekte liegen iibereinander” entspricht.
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Kapitel 6

Erlernen von

Entscheidungsbiaumen

6.1 Entscheidungsbidume

Entscheidungsbdume konnen wie die Ausdriicke der Pradikatenlogik ebenfalls
zur Darstellung beliebiger Konzepte oder Regeln Verwendung finden. Entschei-
dungsbiume sind gerichtete Graphen, die mit einem Wurzelknoten beginnen und
in einer nicht festgelegten Anzahl von Blattknoten enden. Dazwischen liegt eine
ebenfalls offene Anzahl von Entscheidungsknoten. Wir stellen die Objekte wie-
der durch Merkmalsvektoren dar. Beispiel: Eine Welt geometrischer Objekte, die

durch drei Merkmale charakterisiert seien
T = (farbe, gestalt, griBie)

Die Blattknoten sind mit Entscheidung JA oder NEIN f{iber die Zugehérig-
keit der prisentierten Instanz zu den positiven Instanzen des Konzeptes belegt. !
Der Wurzelknoten kann ein Entscheidungs— oder ein Blattknoten sein. Ein Baum
kann aus einem einzigen Blattknoten bestehen. Der Wurzelknoten dient als In-
put, die Blattknoten als Output des Entscheidungsbaumes. Jeder Entscheidungs-
knoten ist einem bestimmten Merkmal (m) zugeordnet und ist Ausgangspunkt

fiir N,,, gerichtete Kanten (Zeiger) auf weitere Knoten, wobei N, die Zahl der

'Ist die Menge der einem Blattnoten zugeordneten Instanzen leer ist, dann erfolgt die Bele-

gung mit einem default Wert.
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verschiedenen Attributwerte des Merkmals (m) ist (jeweils ein Zeiger fiir jede

Ausprigung des Merkmales).

Der Entscheidungsprozefl entspricht einer Bewegung durch den Baum, die
am Wurzelknoten startet und an genau einem der Blattknoten endet. An jedem
der angelaufenen Entscheidungsknoten < m; > wird der Wert des Merkmals
m; abgefragt und dem zugeordneten Zeiger zum néchsten Knoten gefolgt. Am
Blattknoten angekommen wird die Belegung des Blattknotens als Output des

Entscheidungsprozesses ausgegeben.

Der Entscheidungsbaum splittet die Menge T der Trainingsinstanzen in Teil-

mengen auf

T=U)?T,=T,UT,...UTy, (6.1)

wobeiT, die Menge der Instanzen ist, die am Blattknoten o ankommt. Beispiele:

e Entscheidungsbaum als Beschreibung des Konzeptes
GRUNES_DREIECK:

(gestalt)

quadr. .,/ v krs. N\ dr.

[N] [V (farbe)
rot N\ grin
[V] [/]
e Das disjunktive Konzept GRUNES DREIECK Y

GROSSES QUADRAT ist durch folgenden Entscheidungsbaum re-
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priisentiert
(gestalt)
quadr. / ks, N\, dr.
(griBe)  [N] (farbe)
grof /| klein rot N\, griin
7] [V] [V] 7]

Die Darstellung eines Konzeptes (einer Regel) durch einen Entscheidungs-
baum ist nicht eindeutig. Als anerkanntes heuristisches Kriterium fiir die Aus-
wahlt des besten Entscheidungsbaumes gilt das Ockham’s razor Prinzip, das grob
gesprochen den Entscheidungsbaum mit der besten Generalisierungsleistung fa-

vorisiert 2.

6.2 Der Lernalgorithmus ID3/C4.5

Das bekannteste Verfahren zum Erlernen eines Entscheidungsbaumes aus einer
Menge 7 von Trainingsinstanzen ist Quinlans ID3/C4.5 Algorithmus[36], s. auch
[35, 37]. Das Erlernen eines Entscheidungsbaumes au einer beliebigen Menge 7T

von Trainingsinstanzen findet in folgenden Schritten statt:

1. Initialisierung mit leerem Entscheidungsbaum

2. Aktualisierung des Entscheidungsbaumes in den Schritten

(a) Falls alle Instanzen in 7 (Inputmenge) positive Instanzen des Konzep-

tes sind = Schaffe einen [J] Knoten

2Wilhelm von Ockham bzw. William of Occam (ca. 1285 — 1350): Scholastischer Philosoph
und Theologe. Franziskaner. Griinder des spitmittelalterlichen Nominalismus. Sein (angebli-
cher) Ausspruch entia non sunt multiplicanda praeter necessitatem wird als allgemeines Prinzip,

das Einfache dem Kompliziertem vorzuziehen, interpretiert.
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(b) Falls alle Instanzen in 7 negative Instanzen des Konzeptes sind =
Schaffe einen [N] Knoten

(c) Sonst:

i. (Heuristische) Auswahl des “besten” Merkmals (m). Einrichtung
eines Entscheidungsknotens mit je einer gerichteten Kante fiir je-

den der moglichen Attributwerte my, mg, ... my

m*

Beispiel: m = farbe, my; =rot, my = grin, .. ..

ii. Jede der gerichteten Kanten ¢ = 1,2,..., N, ist wieder Wurzel
eines Entscheidungsbaumes. Konstruktion dieses Entscheidungs-
baumes durch Rekursion beginnend bei (2) mit 7 < 7; wobei 7; =

Menge aller Trainingsinstanzen die Kante ¢ zugewiesen wurden.

Eine etwas erweiterte Darstellung des Algorithmus findet sich in Abb. 6.1.

6.2.1 Lernen mit Fenstermengen

Der obige Algorithmus erfordert die sténdige direkte Verfiigbarkeit aller Trai-
ningsinstanzen. Das ist bei grofien Datenséitzen von erheblichem Nachteil. Eine
entscheidende Verbesserung bringt hier der Algorithmus ID3 bzw. C4.5 in der
neueren Version. Dieser wihlt durch aktive Experimentplanung eine gute Unter-
menge der Trainingsinstanzen aus.

Der Algorithmus:

1. Wihle eine Fenstermenge genannte Stichprobe F C T.

2. Lerne Entscheidungsbaum, der die Trainingsinstanzen in F beschreibt.
3. Durchsuche 7 nach Gegenbeispielen.

4. Bilde eine neue Fenstermenge durch Kombination einer ausgewéhlten Un-

termenge der aktuellen Fenstermenge mit den Gegenbeispielen.
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Start
i

Eingabe
Inputmenge

¢

rein?

Suche "bestes"
Attribut

Menge Ja

Nein

Erzeuge - .

Blattknoten

Return

Blattknoten

Erzeuge EK
zum Attribut

¢

Rekursion f.
jede Teilmenge

zum i

(Mehrheitsv.)

— | Return

Abbildung 6.1: Der Algorithmus zum Erlernen von Entscheidungsbdumen. Ge-

geniiber der Darstellung im Text enthélt der Algorithmus hier einen zusétzlichen

Zweig, der bei verrauschten Daten ein Pruning bewirkt, s. u.
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5. Abbruch oder Neubeginn bei 2.

Das Verfahren ist ein Beispiel einer sog. erwartungsgeleiteten Filterung
(expectation-based filtering) der Datenbasis, d. h. das Programm richtet seine
Aufmerksamkeit auf die Trainigsbeispiele, die seinen Erwartungen am meisten

widersprechen.

6.3 Heuristiken fiir die Merkmalsauswahl

Das Ergebnis des Lernens ist nicht eindeutig festgelegt. Die Struktur des erhal-
tenen Baumes ist entscheidend durch die Folge der gewédhlten Entscheidungs-
merkmale bestimmt. Die Struktur des Baumes bestimmt aber die Generalisie-
rungsfihigkeit und Rauschtoleranz des gefundenen Konzeptes. Fiir die Einrich-
tung eines Entscheidungsknotens kommen in der Praxis verschiedene Heuristiken
zur Auswahl des besten Merkmals zum Einsatz.

Ein Ansatz besteht in der Auswahl des Merkmals mit der jeweils grofiten dis-
kriminativen Potenz, d. h. des Merkmals, welches die Inputmenge T so splittet,
daf} die entstehenden Teilmengen moglichst rein sind. Ein quantitatives Maf lie-
fert die Informationstheorie. Ziehen wir zufillig (mit Zuriicklegen) immer wieder
Exemplare aus einer beliebigen Menge, hier T(") aus positiven und negativen In-
stanzen des Konzeptes, dann kénnen wir die Folge der Lehrerentscheidungen mit
J oder N als eine Zeichenkette deuten. Die Wahrscheinlichkeit fiir das Auftreten
eines der beiden Zeichen des Alphabetes ist durch

n n
ps = —J, PN = el (6-2)
n n

gegeben, wobei n; bzw. ny die Zahl der positiven bzw. negativen Instanzen des
Konzeptes in der Menge T aus n = n; 4+ ny Instanzen darstellt.

Die bekannte Formel fiir die Shannonsche Entropie der Zeichenkette liefert
unmittelbar den folge nden Ausdruck fiir die Information (pro Zeichen) dieser

Zeichenkette 3:

7 — Z Palogy pa = —pylogy, p; — pnlogy pn (6.3)
ac{J,N}

3Wir nehmen den Logarithmus zur Basis 2, damit sich die Information in Bit pro Zeichen

ergibt.
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Wir interpretieren 70 als die Inputinformation in unseren Knoten. Analog finden

wir fiir jede der ausgegebenen Teilmengen T;

" == 3" pialog, pia (6.4)
ac{J,N}

wobei piq = = mit n,, = Zahl der positiven (a = J) bzw. negativen (a = NV)

(2

Instanzen des Konzeptes in der Teilmenge und n; = n;; + n;y. Im Mittel iiber

die Informationen der Teilmengen finden wir

i (out)
= —1I 6.5
nt ( )

I(out)

i

— _Z% Z Pia 10g2pia
3

ae{/,N}

- _%Z Z N IOgZ Dia

i ac{J,N}

Das ist die im Mittel vom Lehrer einzubringende Information zur Klassifikation
der Outputs des Knotens.

Falle: Sind alle Teilmengen rein, d. h. alle p;, sind entweder 0 oder 1, dann
ist 7(°Y) = 0. Damit wird also am Output des Knotens keine Lehrerinformation
mehr bené6tigt und alle Outputs konnen in einen Blattknoten miinden. Im anderen
Extremfall bewirkt der Knoten {iberhaupt keine Verbesserung der Separation von
positiven und negativen Beispielen, d. h. p;, = p. Vi so daf} sich durch Vergleich
von (6.5) und (6.3) mit Y, n; = n sofort 10" = (") ergibt. Daraus kénnen wir

als Kriterium fiir das beste Merkmal (im Mittel reinste Menge) die Forderung
1) = Min.

ableiten.
Der durch Einfiithrung des Knotens erzielte Informationsgewinn (d. i. die Men-

ge von Information, die der Lehrer weniger zur Verfiigung stellen muf) ist

I(gain) — [(m) . I(out)

und fiir das beste Merkmal gilt
199 = Maz.
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Das abgeleitete Kriterium ist aber keineswegs zwingend. Heuristische Verfahren
zur besten Wahl des Tests (Merkmals) an jedem Knoten sind Gegenstand inten-

siver Forschungen, vgl. [56].

6.4 Stetige Attribute

Entscheidungsbédume arbeiten priméar nur mit diskreten Attributen, genaugenom-
men sollte die Zahl der moglichen Attributwerte nicht zu grofl sein, damit die
Breite des Baumes sich in Grenzen hilt. Stetige Attributwerte miissen folglich

zunachst diskretisiert werden.

6.4.1 Die Intervallteilungsmethode

Das gelingt durch eine Intervallteilung des Wertebereiches des Attributes und
Abbildung des Attributwertes auf die Nummer des Intervalles, in das der Wert
fallt. Da die Zahl der Intervalle moglichst klein sein soll, ist die richtige Wahl der
Intervallteilung von entscheidender Bedeutung fiir das praktische Funktionieren

des Verfahrens.

Die beste Intervallteilung kann u. a. mit Hilfe der Informationstheorie gewon-
nen werden. Die Intervallteilung bestimmt ja wie die Inputmenge des Knotens
zum betrachteten Attribut in Teilmengen aufgegliedert wird. Die Intervallteilung
beeinfluBt folglich unmittelbar den Informationsgewinn 119%™ des Knotens. Die
beste Intervallteilung (im Sinne dieses informationstheoretischen Mafles) kann
folglich durch Maximierung von 7% beziiglich der Intervallgrenzen gewonnen
werden. Dazu kann ein beliebiges Optimierungsverfahren dienen. Zu beachten ist
allerdings, daB 1(9%™) eine unstetige Funktion der Intervallgrenzen ist, denn (%)
dandert sich nur genau dann, wenn sich die Zahl der vom Intervall {iberdeckten

Instanzen verandert.

Die gefundene Aufteilung beeinflufit die Leistungsfahigkeit des induzierten
Baumes oft in entscheidender Weise. Eine Diskussion des Problems und interes-

sante Losungen wurden kiirzlich von Quinlan gegeben, s. [37].
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6.4.2 Kombinationsattribute

Diese Methode modelliert die Grenzen zwischen den Dominen ausschliefllich
durch achsenparallele (parallel zu den Koordinatenachsen des Instanzenraumes
verlaufende) Geradenstiicke. Das ist besonders ineffektiv bei linear separablen
Klassen, die sich durch eine schrig zu den Achsen verlaufende Gerade bzw. Hy-
perebene trennen lassen.

Dieser Nachteil der Intervallteilungsmethode 1483t sich durch Bildung von
Kombinationsattributen teilweise aufheben. Sei etwa fiir zwei stetige Merkma-
le 1 und x5 die Klassengrenze durch die Gerade x5 = ax; + b gegeben. Fiir die

Kombinationsattribute

Ty = Az + Ay (6.6)

I
Ty = A21$1+A22]I2

kann man die Koeffizienten A;; immer so wihlen, daf} die Klassengrenze im neuen
Koordinatensystem parallel zu einer der beiden neuen Koordinatenachsen ist.
Dann reicht die Unterteilung der relevanten Achse in zwei geeignete Teilintervalle
zur Einrichtung eines exakten Entscheidungsbaumes aus.

Durch nichtlineare Kombinationsattribute etwa der Gestalt

a:'l = Auxl + Bll.ﬁUIZ + Bllexz + ...+ Alg.ﬁb’g + ... (67)

lassen sich auch krummlinige Klassengrenzen durch einfache Intervallteilung der
neuen Koordinatenachsen in den Entscheidungsbaum-Algorithmus effektiv inte-
grieren.

Die Bildung von Kombinationsattributen ist nicht nur fiir reellwertige Attribu-
te von Interesse, sondern kann auch als ein allgemeines Mittel zur Vereinfachung
der Entscheidungsbdume eingesetzt werden. Das hat vor allem auch Konsequen-
zen fiir die versténdliche Interpretation der erhaltenen Entscheidungsbidume als

Regelsatz fiir die Klassifikation.
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6.4.3 Hybride Verfahren

In der Praxis bewéihren sich vor allem hybride Verfahren, die durch Kombina-
tion verschiedener Methoden entstehen. Fiir die Diskretisierung bietet sich die
Verwendung eines Vektorquantisierers an, der vor allem den Vorteil hat, die
Intervalle bzw. Voronoizellen so zu positionieren, dafi die Instanzen optimal {iber-
deckt werden, vgl. Kap. 4.1. Das ist vor allem fiir hochdimensionale Rédume (viele
Attribute) entscheidend wichtig.

6.5 Rauschen

Real World Daten sind fast immer verrauscht. Die ungeniigende Beherrschung
dieses Problems ist ein entscheidender Hemmfaktor fiir den praktischen Einsatz

der Verfahren des maschinellen Lernens.

6.5.1 Arten des Rauschens

Wir unterscheiden zwei Arten von Rauschen, die in der Praxis meist in Kombi-

nation auftreten:

1. Beschreibungsrauschen (description noise): Das Zielpridikat weist jeder
Klasse (positive oder negative Instanzen) im Instanzenraum jeweils eine
Doméne zu. Durch fehlerhafte Attributwerte falsch beschriebene Objekte
konnen filschlich in die komplementéire Doméne geraten, so dafl Inseln klas-
senfremder Instanzen in den Doménen entstehen. Rauschen verkompliziert
folglich die Doménenstruktur und damit auch die aus den Beispielen gelern-
ten Konzeptbeschreibungen. Im Extremfall stimmt ein falsch beschriebenes
Objekt mit einem Objekt der Komplementirklasse {iberein, so daf3 ein kon-

sistentes Konzept aus den Trainingsbeispielen nicht gewonnen werden kann.

2. Klassifikationsrauschen (classification noise): Ist die Beschreibung korrekt,
aber die Klassenzuweisung (pos./neg. Instanz) durch den Lehrer fehlerhaft,
dann kann der Entscheidungsbaum ebenfalls sehr kompliziert werden, da

der Lernalgorithmus versucht, die fehlerhaften Beispiele mit zu integrie-
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ren. Zudem verhindern durch Fehlklassifikation erzeugte widerspriichliche

Beispielpaare oder —Gruppen das Erlernen eines konsistenten Konzeptes.

Scheinklassifikationen (spurious classifications)

Uberwiegt die Rolle des Rauschens, dann reflektiert der gelernte Entscheidungs-
baum nicht das unterliegende Konzept. Der Extremfall ist das Erlernen eines
Kozeptes aus rein zufilligen Daten — der erlernte Entscheidungsbaum liefert

dann scheinbar einen Satz von Regeln zur Klassifikation der Daten.

Beispiel: Erlernen des Konzeptes SEC HS beim Wiirfeln (Zahl 6 wird gewor-
fen). Haben wir eine endlich grofie Anzahl N von Trainingsinstanzen (Wiirfen)
und eine hinreichend grofie Anzahl von Attributen wie Farbe, Form, Material
des Wiirfels (bei mehreren Wiirfeln), Name und Alter des Werfers, Vorgeschichte,
... so kann man scheinbar giiltige Regeln dafiir aufstellen, wann eine 6 gewiirfelt
wird. Der Entscheidungsbaum macht dann eben Aussagen der Qualitdt ”wenn
Egon mit dem roten Wiirfel, nachdem er am Vorabend Bier getrunken hat,...”.
Diese stellen sich aber schnell als unhaltbar heraus, wenn neue Traininingsin-
stanzen dazu kommen — das gefundene Konzept hat eine schlechte Generalisie-

rungsfihigkeit.

6.5.2 Overfitting

Im allgemeinen werden sich das Rauschen und das eigentliche Konzept un-
terschiedlich stark in den Trainingsinstanzen abbilden. Die Forderung nach
grofftmoglicher Genauigkeit der Klassifikation verrauschter Daten generiert einen
Entscheidungsbaum, der neben dem eigentlichen Konzept auch das Rauschen mit
beschreibt. Das entspricht einer Uberanpassung des Entscheidungsbaumes an die
Daten, was mit einer iiberméfiig komplizierten Konzeptbeschreibung (schlecht in-
terpretierbarerer Regelsatz) und verminderter Generalisierungsfihigkeit des ge-
lernten Konzeptes bezahlt wird. Allgemeine Untersuchungen zum Problem des

Overfittings finden sich in einer neueren Arbeit von Schaffer [46].
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6.5.3 Pruning

Pruning ist eine Technik zum sinnvollen Umgang mit dem Rauschen, d. h. zur
Vermeidung des Overfittings. Dieses kann durch die Favorisierung einfacher Kon-
zeptbeschreibungen reduziert werden, die Kunst besteht in der richtigen Balance
zwischen Einfachkeit der gelernten Konzeptbeschreibung und ausreichender Ge-
nauigkeit der Klassifikation. Das kann durch die Generalisierungsfihigkeit der
gelernten Konzeptbeschreibung kontrolliert werden. Diese wird durch Aufteilung
der Menge der Trainingsinstanzen in eine eigentliche Trainings— und eine Test-
menge und Bestimmung des Klassifikationsfehlers auf der Testmenge gemessen.
Bei kleinen Datensdtzen kommt die Methode der Kreuzvalidierung zum Einsatz,
vgl. Kap. 2.4.

Fiir das Pruning wurde eine Vielzahl von Techniken entwickelt. Beispiele:

1. Bei den manchmal Prepruning genannten Verfahren wird schon wihrend
des Lernens entschieden, ob fiir eine noch nicht reine Teilmenge (als Out-
put eines vorhandenen Knotens) noch ein neuer Knoten eingerichtet wer-
den soll oder nicht. Kriterium kann wieder der durch die Einrichtung des
Knotens zu erwartende Informationsgewinn 7(9%") sein. Liegt dieser fiir al-
le Merkmale unterhalb einer gewissen Schwelle, dann kann man auf einen
starken Einflufl des Rauschens schlieflen, die Merkmale kénnen als irrele-
vant fiir die Klassifikation gelten. Man richtet dann fiir diese Teilmenge
einen Blattknoten ein, dessen Label (J/N) sich etwa nach der mehrheitlich
vertretenen Klasse (pos./neg. Instanz) in der Teilmenge richtet (Majoritéts-
regel = Mehrheitsvotum), vgl. Abb. 6.1.

2. Beim sog. Postpruning wird der Entscheidungsbaum zuerst vollstindig ge-
lernt und danach ein Pruning, d. h. ein Entfernen bestimmter Knoten ein-
schliefilich der an ihnen h&ngenden Teilbdume durchgefiihrt. Kriterien fiir

die Knotenauswahl liefert wieder die Informationstheorie.

3. Weitere Verfahren: Ein kostensensitives Pruningverfahren wurde in [23] ein-
gefithrt. Andere Verfahren finden sich in [32, 13, 12].

Fiir den Umgang mit real world Daten ist vor allem die Unsicherheit in der
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Klassifikation geeignet zu beriicksichtigen. Ein Zugang bietet sich iiber eine fuzzy

Beschreibung an, s. hierzu [54].

6.6 Anwendungen

Verschiedene Anwendungen haben die Entscheidungsbaumverfahren in der Mo-
lekularbiologie gefunden, vgl. [2]. Zur automatischen Auswertung von So-
nardaten wurden diese zuerst einer der aus der Signalverarbeitung bekannten
Transformationen (Fourier—, Wigner-Ville bzw. Wavelet—Transformation) unter-
worfen und dann mittels eines Entscheidungsbaumes klassifiziert. Dieses Vorge-
hen unterstreicht die Wichtigkeit einer geeigneten Vorverarbeitung der Daten
bevor der Entscheidungsbaum effektiv gelernt werden kann.

Entscheidungsbdume koénnen auch mit der Methode der gentischen Program-
mierung gelernt werden, vgl. [26]. Eine Anwendung zur Inferenz linguistischer
Regeln findet sich in [49)].

In der Robotik ist die Erfassung der lokalen Umgebung eines mobilen Robo-
ters eine wesentliche Grundlage fiir die Entscheidungsfindung iiber die néichsten
Aktionen. Eine Klassifikation der Umgebungsobjekte anhand der Sonardaten mit
Hilfe eines gelernten (C4.5) Entscheidungsbaumes ist in [1] dargestellt.

6.7 Vergleich mit anderen Methoden

Einen Methodenvergleich bietet die Arbeit [30], ein allgemeiner Uberblick iiber
verschiedene Methoden zur Klassifikation mit Entscheidungsbdumen findet sich
in [43].

Vorlesung Maschinelles Lernen 109



KAPITEL 6. ERLERNEN VON ENTSCHEIDUNGSBAUMEN

110 R. Der — Universitit Leipzig — Institut fiir Informatik



Kapitel 7
Reinforcement—Lernen

Die bisher behandelten Lernsituationen des iiberwachten Lernens gingen alle da-
von aus, dafl der Lehrer zu jeder Traininsinstanz die Soll-Werte fiir den Output
des lernenden Systems zur Verfiigung stellt. Dies entspricht in keiner Weise der Si-
tuation in der sich z. B. ein Lebewesen befindet, das lernen muf}, sich in einer ihm
mehr oder weniger unbekannten Umgebung zu behaupten. In dieser Situation gibt
es selten einen Lehrer, der dem lernenden System Beispiele fiir das Soll-Verhalten
vorgeben kann. Die einzige Information die dem Lerner zur Verfiigung steht ist
die oft erst nach langer Zeit erfolgende Reaktion der Umgebung in Form von Be-
lohnung oder Bestrafung fiir richtiges oder falsches Verhalten. Der Lerner deutet
die Belohnung als Bestétigung (reinforcement) seines Verhaltens, und entwickelt
Strategien, um sein reinforcement zu vergréflern.

Eine erste Formulierung des RLs wurde von Thorndike (1911) unter der Be-
zeichnung ”the law of effects” aus dem Studium des Lernverhaltens von Tieren
abgeleitet: Animals responses to environment in a given situation are adapted
such that the probability for finding satisfaction if this situation occurrs again is
enhanced. Die ” satisfaction” kann als die Belohnung oder Bestditigung (reinforce-
ment) des Lebewesens durch seine Umgebung aufgrund eines sinnvollen Verhal-
tens gedeutet werden. Ziel der Adaption des Lebewesens ist also die Verbesserung
seiner Chancen, in jeder Situation in Zukunft ein moglichst grofies Reinforcement
zu realisieren.

Diese Form des Lernens, kann als eine Art des iiberwachten Lernens ver-

standen werden, allerdings bei sehr unspezifischer Information durch den Lehrer;
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statt einer Gradienteninformation iiber Richtung und Stérke der vorzunehmen-
den Anderungen am System, wie sie etwa bei den in Kapitel 2 besprochenen
Parameterlernverfahren zur Verfiigung steht, besteht hier die Information oft nur
in einem einzigen Bit (Erfolg oder Miflerfolg der Aktionen des Agenten). Ein typi-
sches Beispiel fiir RL ist etwa das Schachspiel, bei dem der Spieler erst nach einer
Vielzahl von Ziigen eine Information - Sieg oder Niederlage - iiber den Wert sei-
ner Spielstrategien bekommt. Sind Teilziele formuliert, so kann das Reinforcement
auch abgestuft erteilt werden. Moglich ist auch negatives Reinforcement (Strafe)
r < 0, falls der Lerner eine Handlung mit einem verbotenen oder unerwiinschten
Ergebnis ausgefiihrt hat.

Entsprechend der geringen Information, die das lernende System zur Ver-
besserung seiner Strategie aus der Umgebung zur Verfiigung hat, sind effektive
Lernverfahren fiir das RL wesentlich schwieriger zu konzipieren als im Fall des
Lernens mit Lehrer, der das Sollverhalten detailliert vorgibt. Ein wesentlicher
Unterschied besteht auch zwischen Lernsituationen bei denen das reinforcement
Signal sofort zur Verfiigung steht von denen eines zeitverzogerten Signals (Bei-
spiel: Schachspiel).

Wir konzentrieren uns nach der formalen Definition und der Einfiihrung wich-
tiger Hilfsfunktionen im folgenden vor allem auf das @)-Lernen, das ein allgemei-
nes, systematisches und modellfreies Verfahren des reinforcement Lernens dar-
stellt.

7.1 Allgemeines

Das RL ist vor allem fiir reaktive Agenten (Lerner) von Interesse, die also in
Reaktion auf den aktuellen Zustand x, x € R™ der Welt eine Aktion a, a € R™
ausldsen, wodurch sich der Zustand der Welt verdndert. Das Gesamtsystem Welt

+ Agent ist formal durch die Uberfiihrungsfunktion ® beschrieben
' =®(z,a) (7.1)

Wir nehmen dabei eine Markov-Welt an, d. h. der neue Weltzustand ' allein
durch den aktuellen Weltzustand x und die aktuell anliegenden Aktionen a =

(ay,...,a,) gegeben. Wichtige Verallgemeinerungen sind:
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e Verallgemeinerung (1): Abhéngigkeit von fritheren Zusténden und evtl. ex-

plizite Abhéngigkeit von der Zeit (dynamische Umgebung)

/=0 (z,2Y,. .. a;t) (7.2)

mit z = z (¢) und (7% = 2 (t — k7) ist der um k Zeitschritte zuriickliegende
Weltzustand.

e Verallgemeinerung (2): Die Uberfiihrungsfunktion ® ist eine stochastische

Funktion
e Verallgemeinerung (3): Die Welt enthélt verborgene Parameter.

e Weltmodell i. a. nicht bekannt. Der Agent mufl dann das Weltmodell mit
lernen. Dieses Wissen kann durch zufallsgeleitetes Ausprobieren der Aktio-

nen gewonnen werden.

Wir wollen im fogenden von einer diskreten Menge von Zustédnden der Welt
ausgehen, d.h. wir ersetzen den allgemeinen Weltzustand = durch eine diskrete

Variable j.

7.2 Policy Funktion

Das Verhalten des Agenten ist durch die policy Funktion ¢ definiert. Diese weist
dem Perzept (Weltzustand j) die auszufiihrende Aktion a € A(j), ¥ : j — a

oder
a =1 (j) (7.3)

zu. ! Das Ausfiihren der Aktion a iiberfiihrt den Zustand j der Welt in einen
neuen Zustand j'. Damit definiert die Policy eine Trajektorie im Zustandsraum.
Aufgabe ist das Auffinden einer mégichst optimalen policy Funktion .

Eine wichtige Verallgemeinerung ist eine stochastische Policy, die nicht eine
definierte Trajektorie sondern eine Zufallswanderung durch den Zustands- Akti-

onsraum erzeugt. Formal ist die Policy eine stochastische Funktion, die nur iiber

! Die policy Funktion ist gleich der Transferfunktion des Lerners in unserer bisherigen Ter-

minologie.

Vorlesung Maschinelles Lernen 113



KAPITEL 7. REINFORCEMENT-LERNEN

die Wahrscheinlichkeiten fiir das Ausfiihren einer Aktion definiert ist:
p; (a) = P (Aktiona im Zustand j ausgewé&hlt) (7.4)

Im Weltzustand j wird die Aktion a mit Wahrscheinlichkeit p; (a) ausgefiihrt.
Entsprechend ist die Dynamik des Gesamtsystems jetzt durch die

Ubergangswahrscheinlichkeiten P (5 — j')

mit j' ein moglicher Folgezustand von 7, beschrieben.

7.3 Die Wertfunktion (Utility)

Wie schon erwihnt, definiert die Policy Trajektorien im Zustandsraum. Dar-

unter verstehen wir eine Abfolge von Zustinden
jg—=g =" = (7.5)

die durch Ausfiihren der Aktionen a,d,... entsteht. Die inkrementelle Optimie-
rung der Policy, die in Kap. 7.5 besprochen wird, griindet sich auf die Einfiihrung
eines Mafles fiir den Wert eines Zustandes j. Wir definieren zunéchst den Wert
eines Zustandes fiir den Fall einer deterministischen policy Funktion a = ¢ (), s.
Kap. 7.3.1 und in Kap. 7.3.2 den Fall der stochastischen Policy.

7.3.1 Wertfunktion und deterministische Policy

Unter einer deterministichen Policy ist die Aktion a eine eindeutige Funktion des
Zustandes j. Folglich gibt es zu jedem Startzustand genau eine Trajektorie. Die
Zukunft des Systems ist (bei fester Policy) fiir alle Zeiten festgelegt. Der Wert
eines jeden Zustandes j wird an der Menge von Reinforcement gemessen, das der
Lerner unter der gegebenen Policy v in der Zukunft zu erwarten hat, wenn er
von j aus startet und der Policy ¢ folgt. Befindet sich der Lerner im Zustand j
und sind j', 5", ...,7™, ... die Folgezustinde, d. h. die Zustiinde die das System
unter der Policy 1 in den folgenden Zeitschritten durchlduft, so ist der Wert V'
des Zustandes j durch

V(i) =r(@)+yr (") +...=> A (i* ) (7.6)
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definiert, wobei r (j(k)) = Reinforcement im k—ten Folgezustand.?. Die Grofie
in (7.6) ist die sog. discount Rate, die wegen v < 1 zukiinftiges Reinforcement
geringer wichtet als das unmittelbar erhéltliche. Deshalb wird ein Zustand um so
hoher bewertet, je schneller der Agent von j zum Ziel (Quelle fiir Reinforcement)
gelangen kann, Beispiel s. u.

Bemerkungen:

e Die disccount Rate v < 1 bewirkt eine Abwertung spéterer Reinforcement—

T und y* = e7*7 ist

Ertrige gegeniiber fritheren. Mit dem Ansatz v = e~
ersichtlich, daf3

T=—logy, O0<vy<l1

den Zeithorizont definiert, innerhalb dessen zukiinftige Reinforcement—

Ertriage wesentlich zum Wert des Zustandes j beitragen.

Interpretation: V (j) ist die Summe aller (diskontierten) R—Beitrége, die
der Agent in der Zukunft ”einsammeln” wird, wenn er im Zustand j startet und
strikt der policy ¢ folgt, Kurzformel: V' (j) = Wert im Zustand j. Aus (7.6) folgt

V(i) =r()+vV () (7.7)

oder
Wert (j) = r(j') + v Wert (j) (7.8)

Der Wert des Folgezustandes j' kann folglich wie ein internes Reinforcement—
Signal fiir den Ausgangszustand j gedeutet werden. Dieses erscheint aber ge-
geniiber dem unmittelbaren Reinforcement—Signal r (j') um den Faktor v abge-
wertet (diskontiert).

Beispiel:

1. Sei in einem System nur ein Zielzustand jgq vorhanden, d. h. r (j) =1 fiir
J = Jgoa und 7 (j) = 0 fiir alle andere Zusténde. Wenn der Agent unter der

gegebenen Policy ¢ von einem Zustand j aus gerade K; Schritte bis zum

2Unter einer stochastischen Policy oder in einer nichtdeterministischen Welt ist dieser Wert
nur im Mittel iiber viele Trajektorien des Agenten definiert. Experimentell ist V () dann so
zu bestimmen, dafl man immer wieder den Agenten im Zustand j startet und die Menge von

Reinforcement registriert, die er unter der Policy v in der Folge akkumuliert.
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Erreichen des Zielzustandes braucht, dann ist offensichtlich gem&fl 7.6 der

Wert des jeweiligen Zustandes® j
V(j) =" (7.9)

Der Wert eines Zustandes nimmt offensichtlich mit der Zahl der zum Errei-

chen des Zielzustandes erforderlichen Schritte exponentiell ab.

2. In dem im folgenden dargestellten einfachen Labyrinth soll sich ein Agent
bewegen, der in jedem Zustand (Gitterpunkt) j iiber vier Aktionen 1, ], —
, < verfiigt, d. h. gehe einen Schritt in eine der vier Richtungen N, S, O, W.
Dargestellt ist immer die Aktion, die er im jeweiligen Zustand j ausfiihrt.

Die Aktion (+—) in der Startzelle ist nicht explizit dargestellt.

X X X
X X .
><—>—>
- 1 X X X X
X x x 1T X x X X X (7.10)
X X X T X X X X
t o« [S]

Der Agent braucht 9 Schritte vom Startzustand zum Zielzustand .
Der Wert des Startzustandes ist folglich gleich 4. Im betrachteten Beispiel
ist der kiirzeste Weg eindeutig. In Gitterwelten wie der dargestellten gibt es
aber im allgemeinen mehrere gleichlange Wege, die Wertfunktion hat dann

fiir verschiedene, aber gleichweit vom Ziel entfernte Zusténde den gleichen
Wert.

3Wir nehmen dazu an, dafl der Agent nach Erreichen des Zieles "aus dem Rennen” ge-

nommen wird, ansonsten miisste in 7.9 auch das weitere Schicksal des Agenten mit Eingang
finden.
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7.3.2 Wertfunktion und stochastische Policy

Zur Diskussion der Wertfunktion unter einer stochastischen Policy verwenden wir
die Wahrscheinlichkeiten P(j — j') fiir den Ubergang vom Zustand j nach j'. Die
Wabhrscheinlichkeit, eine bestimmte Trajektorie j — j' — j” — ... zu beobachten
ist dann durch

PG—=iYPy —i7")... (7.11)

gegeben. Der Wert V' (j) eines Zustandes ist jetzt als Mittel {iber alle Trajektorien

gegeben, die von j aus starten:

V() = ZP G =) Q)+ (7.12)

VY PGP G =)+

73"

und damit

V() =Y PG =)0+ () (7.13)

I
oder
V(i) =) +9V 0y (7.14)

wobei (. . .)jﬂ-, ist Mittel iiber alle Folgezustéinde j', die von j aus erreicht werden
kénnen.

7.4 Passives Erlernen der Wertfunktion

Das Gebirge der Werte V' {iber den Zusténden j ist offensichtlich chrakteristisch
fiir jede Policy. Die optimale Policy ist dadurch ausgezeichnet, dafl von allen
Zustdnden aus der kiirzeste Weg zum Ziel der des steilsten Aufstieges ist. Die
Wertfunktion ist allerdings i. a. nicht explizit bekannt. Ein Lernalgorithmus fiir
V(j) fiir das inkrementelle Erlernen dieses Wertgebirges bei vorgegebener Po-

licy ergibt sich logisch aus den folgenden Schritten:

e Initialisierung: V (j) =0 Vj. Zufillige Auswahl eines Startzustandes j =

random.
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e Idee: Gleichung (7.7) nur fiir die exakte Wertfunktion richtig. Fehlerfunktion

fiir das Lernen (deterministische Policy):
E=(r(j")+V () -V ()’ (7.15)
e F ist Funktion des Wertes V' (j). Gradientenabstieg ergibt die Lernregel
AV (j) =<lr (7)) +V () =V ()] (7.16)

Der Update von V(j) wird ausgefiihrt, wenn der Weltzustand j durch
Ausiiben einer Aktion a in den neuen Zustand j' iiberfiihrt wurde. Nach
Erreichen eines Zielzustandes* erfolgt Neuinitialisierung (Neustart in einem

zufillig gewéhlten Zustand j)

e Bei geeigneter Abkiihlung der Lernrate ¢ gilt die Lernregel (7.16) auch fiir

eine stochastische Policy (s. Kap. ”Stochastische Approximation”)

Mit der Update-Regel (7.16) kann die Wertfunktion zu einer vorgegebenen Policy

durch wiederholtes Ablaufen aller Trajektorien inkrementell gelernt werden.

7.5 Optimierung der Policy durch Wertiterati-

on

Die Wertfunktion V' (j) ist wie schon erwihnt bei fester Policy eindeutig fest-
gelegt. Umgekehrt das Ziel auf kiirzestem Wege, wenn er in jedem Zustand j
genau die Aktion a* € A (j) auswihlt, die ihn am weitesten an das Ziel heran—
und somit in den besten der ihm erreichbaren Zusténde iiberfiihrt®. Sei j! der

Folgezustand von j

j a " ](IL (717)

4Wenn der Agent nach Erreichen des Zielzustandes neu gestartet wird, dann gibt es fiir j9°%
keinen Folgezustand und damit auch keinen Update fiir V (jg"‘”), so daf} immer V (jg"‘”) =0

bleibt.
SFalls zwei oder mehrere gleichgute Zustéinde von j aus erreichbar sind, ist 7.18 so zu inter-

pretieren, daf} es die gleichguten Aktionen zur Auswahl stellt.
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Abbildung 7.1: Beispiel fiir passives und aktives Erlernen eines Wertgebirges.
Wird unter einer vorgegebenen (stochastischen) Policy der Weg durch den Kor-
ridor sehr viel seltener begangen als der Weg um das Hindernis herum, so geht
wegen V(A) = ypagV(B) + vpascV(C) in den Wert von Zustand A der Wert
von Zustand C praktisch nicht ein. Damit ist V(A) ~ vV (B), also V(A) < V(B)
obwohl der Weg iiber C zum Ziel Z von A aus kiirzer und somit V' (C') wesentlich
grofler als V(B) ist. Das unter der aktuellen Policy passiv erlernte Wertgebir-
ge ist folglich suboptimal. Die Verhéltnisse dndern sich, wenn die Policy durch
die Regel 7.19 bestimmt wird. Dann werden Uberginge in Zustand C hiufiger
ausgefiihrt, was wegen V' (C') > V(B) unter der Lernregel (7.16) eine allmihliche
Wersteigerung von A und in Folge auch seiner Nachbarn nach sich zieht. Nach
Abkiihlung (T=0) und Erreichen des Gleichgewichtszustandes spiegelt dann das

Wertgebirge die Entfernungen zum Zielzustand richtig wider.
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der durch Ausfiihren einer beliebigen der Aktionen a € A (j) erreicht. wird. Dann
ist folglich (vgl. 7.3)

¢ (j) = argmax V" (j;) (7.18)

Die Policy (7.18) entspricht dem Prinzip des steilsten Aufstieges auf dem Wert-
gebirge iiber den Zustinden. Wird nun gleichzeitig die Wertfunktion nach der
Update-Regel 7.16 weiter upgedatet, so kann sich eine zunehmende Verbesserung
der Policy ergeben, wobeidie Konvergenz des Verfahrens gegen die optimale Poli-
cy allerdings nicht garantiert werden kann. Auflerdem vor allem in der Friiphase
der Optimierung die Policy stochastisch sein, um die erforderliche Exploration

des Zustands— Aktionsraumes sicherzustellen.

0.9 F -
08| -
07 | -
06 | -
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04 - I
03}
02

0.1 r

Temperatur

Abbildung 7.2: Boltzmannverteilung der Wahrscheinlichkeiten (7.19) als Funktion
der Temperatur fiir drei Werte V' = 1,2, 3 der Zielzustdnde. Fiir hohe Tempera-
turen konvergieren alle Wahrscheinlichkeiten gegen den gleichen Wert (p = 1/3).
Fiir T — 0 setzt sich die zu V' = 3 gehorige Aktion durch.

Eine auf der Wertfunktion beruhende Definition der stochastischen Policy

ist in eleganter Weise durch die Boltzmannverteilung der Wahrscheinlichkeiten
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gegeben.
eV 0ia)/T

p; (@) = G (7.19)
J

Diese Policy ist das stochastische Pendant des Prinzips “steilster Aufstieg”, bei
dem immer die beste der verfiighbaren Aktionen ausgefiihrt wird. Jetzt gilt fiir die
Aktionswahl das Wahrscheinlichkeitsprinzip wobei die fiktive Temperatur 7" die
Schéarfe der Auswahl bestimmt, s. Abb. 7.2. Fiir 7' — 0 gewinnt man die greedy
Strategie (steilster Aufstieg) zuriick.

Der Optimierungsprozefl besteht aus den Schritten

1. Initialisierung: V' (j) =0 Vj. Bestimme Startzustand j des Agenten.
2. Wiéhle eine Aktion a geméf (7.19) und fiihre diese aus.

3. Update
AV () =el[r () +V (") =V ()] (7.20)

wobei j' der erreichte Zustand ist.
4. j « j'. GOTO 2.

Dieser Prozefl wird mit einer ausreichend hohen Temperatur (Explorationsrate)
begonnen und im Sinne des simulated annealing hinreichend langsam abgekiihlt.

Durch die Abkiihlung bei gleichzeitigem Lernen der Wertfunktion verdndert
sich nach (7.19) die Policy und damit das Wertgebirge sténdig. Es ist ja

V(5 = V() +) (7.21)

Bei hoher Temperatur tragen die Werte aller von j aus erreichbaren Zustéinde j'
etwa gleich stark zum Wert von j bei wihrend fiir kleinere Temperaturen V' (j)
zunehmend durch den besten dieser Zustidnde bestimmt ist. Die Favorisierung der
Uberginge in besser bewertete Zustéinde erhcht wegen (7.21) V (5) = v (V (5))
den Wert des Zustandes j. Das passiert fiir alle Zustinde bis sich ein neues
(Quasi—) Gleichgewicht des Wertgebirges zur Temperatur 7" einstellt. Hinreichend
langsames Abkiihlen produziert in der Grenze ein Wertgebirge, das der optimalen
Policy entspricht. Bei zu schneller Abkiihlung kann es allerdings leicht passieren,

daf} der steilste Aufstieg im so erhaltenen Wertgebirge nicht immer den kiirzesten
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Weg zum Ziel ergibt. Wurden kiirzere Pfade nicht hineichend oft begangen, dann
werden sie im Update (7.20) nur selten beriicksichtigt und folglich im Wertgebirge
unterreprésentiert sein, vgl. Abb. 7.1. Bemerkung: Die Aktionswahl nach Wert
der Folgezustinde setzt ein Weltmodell voraus, d. h. Kenntnis der Uberfijhrungs-

funktion

fiir die Weltzustande.

7.6 Q-Lernen

Die Bestimmung der richtigen Aktion aus der Wertfunktion nach (7.18) bzw.
(7.19) setzt die Kenntnis der Werte V' der Folgezustiande j/ fiir alle im Zustand
j verfiigbaren Aktionen a € A (j) voraus. Diese Information iiber die Wirkung
einer jeden Aktion a € A (j) steht im allgemeinen nicht zur Verfiigung sondern
muf} im Laufe des Lernens durch Ausprobieren erst erworben werden. Zur Spei-
cherung dieser Information wurde von Watkins die sog. ()-Funktion eingefiihrt,
die im Gegensatz zur Wertfunktion V' (j) nicht nur den Zustand j sondern ein
Zustands—Aktionspaar (ZAP) (j,a) bewertet. Dieser Wert @ (j, a) ist ein Maf
fiir das (diskontierte) Reinforcement, das der Agent in Zukunft aufsammeln wird,
wenn er im Zustand j gerade a € A (j) ausfiihrt und danach der Policy ¢ folgt.
Bis auf den ersten Term ist das zukiinftige (diskontierte) Reinforcement durch
(7.6) gegeben, das erste Glied der Summe in (7.6) muf} allerdings durch das
Reinforcement ersetzt werden, das der Agent im durch die Aktion a erreichten

Folgezustand j! erhilt, also
Qj,a) =r(jo) + D_~"r (i**) (7.22)
k=1
Mit 7.18 folgt die Beziehung

V(j) = max@Q (j, a) (7.23)

und

¥ (j) = argmax Q (j, a) (7.24)
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Im folgenden Beispiel ist im Unterschied zu 7.10 nicht nur die Trajektorie
dargestellt, die sich bei der Wahl der Aktion < im Startzustand erghibt,
sondern auch die aus der Wahl | folgende Trajektorie (Ausschnitt aus dem La-
byrinth)

X X x 7T
T

X
%

7.25
N (7.25)

T [@ x

Diese iiberfiihrt den Agent in den siidlich von | S| gelegenen Zustand. Die Trajek-
torie ist folglich zwei Schritte ldnger, und damit ist @) (, i) =72Q (, <—> =
vV () Wegen der Gleichberechtigung verschiedener Trajektorien (s.o.) unter
der Policy 1 hitte der Agent auch in dem ”siidlich” von gelegenen Zustand

wieder umkehren konnen,

mit dem gleichen Ergebnis @) (, ¢> = 72Q (, <—> fiir das Verhéltnis der Q)—
Werte.

Die Regel 7.24 bestimmt die auszufiihrende Aktion in jedem Zustand ein-
deutig. Die vor allem in der Friihphase des Lernens erforderliche Exploration
des Zustands—Aktionsraumes (ZAR) wird dagegen durch eine stochastische Po-
licy realisiert, wobei die Aktion a mit einer Wahrscheinlichkeit p, (j) ausgefiihrt
wird. Die Wahrscheinlichkeiten lassen sich etwa analog zu (7.19) durch eine Boltz-

mannverteilung in Termen der ()—Funktion definieren

Q)T

pa (]) = z eQ(j,a')/T (726)

Die fiktive Temperatur 7" bestimmt die Explorationsrate, die wieder im Laufe des

Lernens ”abgekiihlt” wird, fiir 77 — 0 wird schliefilich der deterministische Fall
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erreicht, d. h.

1 fir a=argmax@ (j,a)
T—o00o: po(j)— (7.27)

0 sonst

Die Q-Funktion legt offensichtlich des Verhalten des Systems vollstindig
fest. Das Q-Lernen, d. h. die schrittweise inkrementelle Verbesserung einer An-
fangsschétzung der Q—Funktion wird durch den Algorithmus von Watkins [53]

realisiert.
Der Algorithmus des ()—Lernens

1. Initialisierung der @-Funktion, z. B. @ (j,a) = 0VYj,a oder Q (j,a) =
randomVj, a. Start des AR in einem beliebigen Zustand j.

2. Im aktuellen Zustand j: Auwahl einer Aktion a geméfl der Wahrscheinlich-
keitsverteilung {p, (7)}.

3. Ausfithrung von a: AR fithrt Ubergang von j in den Folgezustand j' durch®.
4. Update Q (4, a) fiir das ZAP (j,a) gemaf’
AQ (j,a) = €lr (j') + 9V (J) — Q (4, a)] (7.28)
wobei r (') das im Folgezustand j' erhaltene Reinforcement und
V(i) = max@Q (5", d') (7.29)
der Wert des Folgezustandes ist.

5. j" wird neuer aktueller Zustand

6. Abbruch? GOTO 2.

Die Konvergenz des Algorithmus (unter einer geeigneten Abkiihlungsstrategie fiir
e und T') gegen die optimale Strategie kann exakt gezeigt werden, s. [53].

Bemerkungen:

SDer Fall j' = j bedarf in den praktischen Anwendungen besonderer Aufmerksamkeit.
TAQ ist die Anderung (Inkrement) von @ im Updateschritt (Lernschritt).
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e Der Algorithmus kann als ein Gradientenverfahren verstanden werden. Aus-
gangspunkt ist die Uberlegung, daB Q (4, a) die Menge von (diskontiertem)
Reinforcement ist, das der Agent einsammeln wird, wenn er in j startend

zunichst die Aktion a ausfithrt und dann der Policy v folgt:

Qj,a) = r(j;)+<kar (j"“+1>)> (7.30)

— () +7(Q () (7.31)
— () + V() (7.32)

(Mittelung iiber alle Trajektorien bzw. iiber alle Folgezustéinde j' von j
und Aktionen «o'. j! ist Folgezustand von j nach Ausfiihrung von a.) Im
Algorithmus verbessern wir inkrementell eine Schitzung dieser Funktions-
werte. Fiir das aktuelle Zustands—Aktionspaar (j, a) ist der Fehler fiir unsere

Schitzung der zugehorigen (Q—Werte

E=_(r(jy) +7(@Q(a)) - Qj,a))’

N —

Daraus ergibt sich eine Lernregel durch Gradientenabstieg, d. h. Minimie-
rung des Fehlers beziiglich des Wertes von Q(j, a). Eine Beschleunigung des

Lernens erzilent man durchdie Ersetzung

Q' d)) —» maxQ (5, a')
Daraus folgt unmittelbar der Update in (7.28).

e In der Praxis erfordert die optimale Abkiihlungsstrategie zu viel Zeit. Aus
praktischen Griinden wird deshalb oft nicht bis 7" = 0 abgekiihlt. Trotz

stochastischer Aktionswahl liefert die Definition
a = argmax @ (j,a’) (7.33)

(auszufithrende Aktion ist die mit dem hochsten Q—Wert) immer eine deter-
ministische Policy. Diese ist oft schon die optimale Policy auch wenn noch
T > 0.
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7.7 FEin neues Verfahren zur direkten Wertite-

ration.

Einfacher zu implemetieren und in verschiedener Hinsicht dem ()-Lernen iiberle-
gen ist ein von uns entwickeltes Verfahren zur direkten Wertiteration [10]. Dieses
verzichtet auf die Einfiihrung einer Bewertung von Zustands-Aktionspaaren son-
dern verbessert stattdessen inkrementell direkt eine Schéitzung des Wertes V' ()
der Zustéinde und der Wahrscheinlichkeiten p, (j) fiir die Aktionen selbst. We-
sentlicher Unterschied ist die Update-Regel, s. Punkt (7.34).

Der Algorithmus der direkten Wertiteration

1. Initialisierung der V-Funktion und aller Wahrscheinlichkeiten z. B. setze
man V' (j) = 0V und alle Wahrscheinlichkeiten einander gleich. Start des
AR in einem beliebigen Zustand j.

2. Im aktuellen Zustand j: Auwahl einer Aktion a geméfl der Wahrscheinlich-
keitsverteilung {p, (7)}.

3. Ausfithrung von a: AR fithrt Ubergang von j in den Folgezustand® j’ durch.

4. Update
TAV () =r () +V (") =V ()
(7.34)
TpApa (]) =T (]I) + fYV (],) -V (])

5. j" wird neuer aktueller Zustand

6. Abbruch? GOTO 2

Die Parameter sind 7 die Zeitkonstante (1/7 die Lernrate) fiir das Lernen
und 7, = K7 wobei K in der Groflenordnung K = 10 fest gewéhlt werden kann.
Typische Werte fiir die Zeitkonstante liegen zwischen 5 und 100.

Bemerkung: In der Praxis (also mit den angegebenen Zeitskalen) mufl “von

auflen” gesichert werden, dafl immer 0 < p, < 1 gilt.

8Der Fall j' = j bedarf in den praktischen Anwendungen besonderer Aufmerksamkeit.
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Das Verfahren zeichnet sich gegeniiber dem (Q-Lernen durch eine Reihe von
Vorteilen aus. Diese betreffen (i) die Selbsteinstellung der Explorationsrate, d.
h. der Ubergang zur deterministischen Strategie wird nicht global geregelt son-
dern stellt sich anhand der lokalen Unterschiede in den Werten der angesteuerten
Folgezustéinde individuell von selbst ein. Damit ist die Abkiihlungsstrategie des
Q-Lernens eingespart worden. (ii) Die Ubernahme von Vorwissen erfolgt durch
die Vorgabe von Werten und Wahrscheinlichkeiten der einzelnen Zusténde bzw.
Aktionen und kann damit unmittelbar etwa aus vorhandenem Regelwissen iiber-
nommen werden.

Alle bisherigen Tests (Labyrintproblem, cart-centering und die Lésung eines
Targeting-Problems der Chaoskontrolle) belegten die funktionelle Aquivalenz der
beiden Verfahren, insbesondere erzeugten beide die gleiche Wertfunktion und die

gleiche deterministische Strategie.
Der Ursprung des neuen Lernverfahrens

Die Gleichungen sind eine zeitdiskrete, stochastische Approximation der
Fisher-Eigen Gleichungen der prébiotischen Evolution, die eine Selektionsdyna-
mik p; = € (F; — F) p; einer Population von N Speziesi € {1,..., N} beschreiben,
die mit relativer Haufigkeit p; auftreten, wobei F; die Fitnefl der Spezies 7 und
F =Y. p;F; die mittlere Fitnef der Population bedeuten. Bei beliebiger Initia-
lisierung der p; wird asymptotisch die Spezies mit der gréfiten Fitnefl selektiert,
d. h. p;, — 1 fiir + = argmaxp;. Die Konvergenzgeschwindigkeit nimmt dabei
mit steigender Variationsbreite der Fitnefiwerte logarithmisch — und damit nur
schwach — zu.

Fiir die Wertiteration interpretieren wir die in jedem Zustand j verfiighbaren
Aktionen a € A als die Individuen einer Population, die Wahrscheinlichkeiten als
deren relative Haufigkeiten und r (5') + vV (j') als die Fitnefl der Aktion a im
Zustand j. Diese Bewertung der Fitnef fiihrt zu einer Verkoppelung der Popu-
lationen und bewirkt letztendlich die zeitliche Riickdiffusion des Reinforcement-

Signals ldngs der optimalen Trajektorien.
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Kapitel 8

Evolutionsstrategien und

Genetische Programmierung

8.1 Allgemeines

Bisher haben wir immer einzelne Agenten (Lerner) betrachtet und fiir diese ge-
eignete Lernverfahren gesucht, die die Leistung des Agenten in der konkreten
Aufgabenstellung optimieren. Im folgenden wollen wir uns mit Lernverfahren be-
fassen, die mit einem Ensemble bzw. einer Population von Agenten operieren, die
sich nach den Prinzipien der biologischen Evolution entwickeln. Dabei entstehen
durch Wechselwirkungen zwischen den Individuen kollektive Effekte, die einen

oft entscheidenden Effektivitéitsvorteil bringen, s. z.B B. [48].

8.1.1 Problemstellung

Wir betrachten zunéchst wieder einen Agenten der mit der Welt wechselwirkt,

Agent
%
(8.1)
. — Welt
w
wobei die Eigenschaften des Agenten wie bisher durch w = (wy, wo, ..., w,) fest-

gelegt seien. In Abhéngigkeit von der konkreten Anwendung (in Klammern da-

zugefiigt) kann w u. a. folgende Bedeutungen haben:
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e w ist der reellwertig oder binédr kodierte Parametervektor eines technischen

Systems
e w ist ein Satz von Produktionsregeln (classifier systems)

e w ist ein Computerprogramm, das das Verhalten des Agenten programmiert

(s. u. Genetische Programmierung)

In biologischer Sprechweise ist w das Chromosom, das den Genotypen des
Agenten vollsténdig beschreibt. Der Phénotyp ist der Agent und sein Verhalten
wird durch den Genotyp in eindeutiger Weise sperzifiziert (bei einer technischen

Anwendung ist der Phianotyp die Maschine).

Ein Beispiel: Evolution eines abstrakten Automaten

In Abb. 8.1 sehen wir einen abstrakten Automaten, der etwa als Controller einer
virtuellen Ameise dienen kann, die sich in der in Abb. 8.2 gezeigten Gitterwelt
bewegen und dabei so viel wie moglich von den food pellets einsammeln soll, vgl.
[27].

Der in Abbildung 8.1 gezeigte Automat kann ebenso durch die folgende Ta-

belle der Ubergiinge zwischen seinen Zustinden bei gegebenen Inputs definiert

werden:

Nr. | Aktueller Zustand | Input | Neuer Zustand | Operation
1 00 0 01 10=Right
2 00 1 00 11=Move
3 01 0 10 01=Left
4 01 1 00 11=Move (8.2)
5 10 0 11 01=Left
6 10 1 00 11=Move
7 11 0 00 10=Right
8 11 1 00 11=Move

Wir kénnen diese Tabelle und damit das Verhalten in folgender Weise in einem

Bitstring kodieren:
w = (0001100011 10010011 11010011 00100011)
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Abbildung 8.1: Der gezeigte Automat besitzt vier innere Zusténde, mit Zustand
00 als Startzustand. Er sieht zwei mogliche Inputsituationen “no-food-ahead” ko-
diert mit 0 und “food-ahead” kodiert mit 1. In Abh#ngigkeit vom jeweiligen Input
und seinem eigenen inneren Zustand fiihrt der Automat eine der moéglichen Ak-
tionen Move = Ein Schritt vorwirts, Right=FEinen Schritt nach rechts oder Left
= Ein Schritt nach links aus. Die Uberginge zwischen den einzelnen Zustinden

tragen Label, die den aktuellen Input und die zugehérige Aktion kodieren.
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Abbildung 8.2: Eine Gitterwelt mit einer mehrfach unterbrochenen Futterspur

wobei die ersten beiden Bitpositionen den Inputzustand kodieren (hier fest der
Zustand 00) und die weiteren jeweils 4 Bit langen Blocke fiir jeden der insgesamt
8 Zustands/Input Situationen der Tabelle den neuen Zustand und die zugehdorige
Aktion auffithren, d. h.

00 0110 0011 1001 0011
N = = = =
Input 1 2 3 4

Die Bitkette legt also das Verhalten des Automaten in eindeutiger Weise fest, die

Anwendung des genetischen Algorithmus erzeugt eine Evolution des Automaten.

8.2 Evolution

Wie schon erwihnt, erfolgt die Evolution in einer Population P von Individuen,
deren jedes durch seinen jeweiligen Genotyp w definiert ist. Die Evolution kann
als eine Abfolge von Generationen verstanden werden, wobei die Population in
jeder Generation einer Reihe von Operationen unterworfen wird. Wir betrachten

explizit die folgenden
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8.2.1 Elemente der Evolution
Fitnelbestimmung:

In jeder Generation muf} die Fitnef} aller Individuen bestimmt werden. Dazu wird
jeder Genotyp w € P in seinen Phénotyp iibersetzt und dessen Leistung in der
konkreten Aufgabe ermittelt. In einem geeigneten Wertsystem ausgedriickt ist
das die FitneB Q(w) des Individuums w € P.

Reproduktion:

Beim Generationenwechsel erfolgt die Vermehrung der Individuen entweder durch
Kopie der elterlichen Genotypen oder durch Kreuzung (cross over) je zweier oder

mehrerer Eltern (s. u.).

Selektion

Die fitnefigewichtete Bevorzugung “besserer” Individuen bei der Reproduktion

bewirkt einen Selektionsdruck in Richtung hoherer Fitnefiwerte.

Genetische Operationen

Genetische Operatoren verdndern das Erbgut und treiben damit die Evolution

vorar.

1. Mutation Die Mutation nimmt zufillige Verdnderungen der Genotypen
vor. Bei der Kodierung des Genotypen durch eine Bitkette (eigentliche gene-
tische Algorithmen) wird jedes Bit mit einer Wahrscheinlichkeit p geflippt.

Das kann z. B. fogendermafien formalisiert werden:

1 1
= (- 1) L 8.3
w z(w 2)+ 5 (8.3)

wobei w; € 0,1 und z € {41, —1} ist eine Zufallszahl

P(z=1)=p und P(z=-1)=1-p (8.4)

Fiir p = 1 findet keine Mutation statt, fiir p = 0 wird im Mittel in jedem
zweiten Fall das Allel geflippt (0 — 1 bzw. 1 — 0). Die Grole m =1 — p
heify deshalb die Mutationsrate.
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Bei reellwertigen Komponenten von w erfolgt die Mutation durch Addition
eines Inkrements Aw;

w; = w; + Aw; (8.5)

wobei generisch das Inkrement eine normalverteilte Zufallszahl mit Vertei-

lung
1 _(Aw)?

e 2? 8.6
VvV 2mo? (8.6)

ist. Der Parameter o regelt die Schrittweite der Verdnderung und damit die

p(Aw) =

Mutationsrate.

. Crossing: Das Crossing spielt in der Philosophie der genetischen Algo-

rithmen eine besondere Rolle. Insbesondere J. Holland unterstreicht, dafl
erst mit der Einfiihrung des Crossings ein der reinen Zufallssuche qualita-
tiv {iberlegenes Verfahren gefunden war. Die Essenz des Crossing-Effekts
kommt im sog. Schema-Theorem zum Ausdruck, das die genetischen Algo-
rithmen als Verfahren zum Erkennen und Absuchen giinstiger Hyperebenen

(Teilmengen) des Suchraumes ausweist, s. [27, 21].

Einfachster Fall ist das Ein-Punkt-Crossing

w1:|a1|a2|...|ak|ak+1|...|aL|
) =
wy =P T2 o T e [ - 10
(8.7)
w’1:|a1|ag|...|ak|bk+1|...|bL|
w;:|bl|b2||bk|ak+1||aL|

wobei a; und b; die Komponenten des Vektors w; bzw. w, sind. Diese knnen

beliebig bindr— oder reellwertig sein.

Analoge Darstellungen kénnen auch fiir die Operatoren eines Mehrpunkt-

crossings angegeben werden.
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3. Inversion: Ein zufillig ausgewéhlter Abschnitt des Vektors w wird inver-

tiert.

4. Gen-Duplikation: Als eine neue, besonders erfolgversprechende geneti-
sche Operation wird derzeit die Gen-Duplikation diskutiert. Diese Uberle-
gungen fuflen auf der provokativen Hypothese von Sagan, der schon seit den
siebziger Jahren dieses seltene Ereignis in der Evolution als ihr eigentlich

progressives Element propagiert.

5. In der einschligigen Literatur wird ein Vielzahl weiterer Operationen dis-

kutiert, die sich auf veschiedenen Doménen unterschiedlich bewéahrt haben.

8.3 Strategien der Evolution

Der Gang der Evolution wird wesentlich durch den Reproduktionsprozefi und das
Selektionsverfahren bestimmt. In den zuerst von Rechenberg [38, 39] eingefiihrten
sog. mehrgliedrigen Evolutionsstrategien erzeugen in jeder Generation p Eltern A
Nachkommen. Grundlegend unterscheiden wir bei der Selektion zwischen den sog.
Komma~— und Plus— Strategien. Bei ”Plus-” Strategien erfolgt die Selektion aus
der Menge der Eltern und Kinder, so dafl die Eltern iiberleben koénnen, solange
sie nicht von ihren Kindern iibertroffen werden. In den (i, A\) Evolutionsstrate-
gien rekrutieren sich hingegen die Eltern der néchsten Generation ausschlief$lich
aus den p besten ihrer A Nachkommen (A > p). Damit haben die Eltern nie
eine Chance, ihr vielleicht besseres Erbgut weiterzugeben. Die Komma-Strategie
hat folglich einen mehr explorativen Charakter wihrend die Plus—Strategie eher
konservativ ist und schon erworbenes Wissen iiber die “besseren” Gebiete des

Suchraumes nicht preisgibt.

Wir stellen im folgenden verschiedene Evolutionsstrategien fiir den Fall reell-

wertiger w; schematisch dar.
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8.3.1 (1+ 1)-Evolutionsstrategie

t=0:

Initialisierung Py = (wf)

4

(8.8)

Mutiere w}=w}+o0 Aw;
Y
Selektiere :

wh, =w), falls F(w)) > F (wf)

E _ ,E
Wy = w;  sonst

4

Neue Population P,

t=t+1
¢

Y

Die Mutation erfolgt mit der Wahrscheinlichkeitsverteilung der Aw;

d. h. die Aw; sind normalverteilt und die Starke der Mutation wird durch den

Parameter o bestimmt, der geeignet zu wéhlen ist.
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8.3.2 Die (u+ \) —Strategie

t=0:

Initialisierung P, = (wfl, ceey Wy ”)

J

Rekombination&

Elterngeneration
P, = (wfl, ...,wf“)

#P =

Reproduktion =
Population PMV;  #PM = )

” Nachkommen”

Y

. N Nj
Mutation: w;”’ = w;” + o Awy,

fiirwiNjEPtAN, jg=1,..,A

4

Y

Intermediire Population
PEEN = P, U P, #PEEN =+ )\

4

Bewertung =- Rangfolge in der Gruppe der Eltern und Nachkommen
gemif Fitnefl F (w)

E&N
P

4

Auswahl der p besten aus den

i+ A Individuen aus P,

Selektiere:

E&N

4

‘ Neue Population Py ‘

¢
t=t+1

4

y
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8.3.3 (u, A\)-Strategien

t=0:

Initialisierung P, = (thl, W, “)

J

Rekombination&Reproduktion =
Population P}V,  #PM = )
A > p ”Nachkommen”

U
Mutation: w/ = w)’ + o Aw,
fiir w,fvj ePMN, j=1,.,)
U

Intermedidre Population
PM . H#PM =\

4
Bewertung = Rangfolgegemif Fitnefl F' (w)

U
Selektiere:

Auswahl der z besten aus den A NachkommenP}

U
Neue Population Py 1, H#Pi1 = ‘

4
t=t+1

U

I

Die (i, \)-Strategien fithren die Selektion nur beziiglich der Nachkommen aus,

die Eltern der neuen Generation rekrutieren sich nur aus den besten der Nach-
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kommen.

8.3.4 Allgemeine Notation

Wir wollen nun noch eine differenziertere Schreibweise einfiihren, die die Ein-
zelheiten des Reproduktionsvorganges mit erfafit. Insbesondere geht aus der bis-
herigen Notation noch nicht die genaue Form der Rekombination hervor. Das
Crossing kann ja nicht nur zwischen zwei Individuen erfolgen, in der Praxis hat
sich durchaus auch die Rekombination mehrer Individuen bewdhrt. Werden aus
i Eltern A Nachkommen generiert und diese in Gruppen zu je p Individuen re-

kombiniert, dann schreiben wir

(n/p+A) (8.9)

Zusétzlich kann man noch den Satz der Parameter 2 (Mutationsraten, Selek-
tionsmodus,...) und die Zahl m der Generationen mit auffithren, iiber die die

Evolution erfolgen soll [21]:
(w/p+AQ)" (8.10)

8.3.5 Selbstbestimmte Mutationsraten

Der Erfolg der Evolutionsstrategien héngt entscheidend von der richtigen Wahl
der Strategieparameter (Mutationsrate, ... ) ab. Die Situation ist durch die Exi-
stenz eines sog. Evolutionsfensters gekennzeichnet, in das die Parameter fallen
miissen, damit die Evolution in endlicher Zeit ein Ergebnis erzielt. Die Lage des
Fensters ist i. a. unbekannt, so dafl man auf Probieren angewiesen ist. Eine in-
teressante Variante ist die Adaption der Parameter oder die unten besprochene
Methode der Metaevolution.

Fiir die Adaption der Mutationsrate, speziell der Variationsbreite der mutati-
ven Verdnderungen o, vgl. Gleichung 8.6, kann nach Rechenberg [38, 39] folgendes
Adaptionsverfahren dienen:

Sei h, die Erfolgshédufigkeit der auftretenden Mutationen, d. h. das Verhéltnis

von erfolgreichen zur Gesamtzahl der Mutanden. Nach der %—Regel von Rechen-
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berg gilt
.

oi_1/c  falls he >

U=

—

or=1{ o;1-c¢ falls h.< (8.11)

[

| O falls he:%

Der empirische Wert von ¢ ist ¢ = v/0.85, wobei L die Zahl der Parameter ist.

8.3.6 Metaevolution

Die Strategie “Evolution der Evolution” oder Metaevolution wird auf zwei ver-
schiedene Weisen verwirklicht. Einerseits als ein Verfahren zur automatischen Be-
stimmung der Strategieparameter (wie etwa die Mutationsrate) und andererseits
als eine Evolution von Populationen, die selbst eine interne Evolution durchlau-

fen. Dabei werden also Subpopulationen wie Individuen behandelt.

Evolution iiber Subpopulationen

Vor allem bei multimodalen Fitnefllandschaften hat es sich als giinstig erwiesen,
mit einer Population zu arbeiten, die sich aus mehreren Subpopulationen zusam-
mensetzt. In einer Fitnefllandschaft mit mehreren Hauptgipfeln kann sich dann
jede der Subpopulationen auf einen der Hauptgipfel konzentrieren, falls die Sub-
populationen die Chance erhalten, sich iiber einen begrenzten Zeitraum ungestort
zu entwickeln, d. h. sich nicht gegen die Individuen der anderen Subpopulatio-
nen behaupten zu miissen. Das kann durch eine Isolation der Subpopulationen
errreicht werden. Insbesondere von Miihlenbein wurde darauf hingewiesen, daf}
schon Darwin die ungestérte Evolution in isolierten Subpopulationen als essen-
tielles Element der Evolution herausgestellt hatte, vgl. [34, 47]. In der oben ein-

gefiihrten Notation schreiben wir beipielsweise
(/2 + Ao /3 + Ao | Q)™ [ )™ (8.12)

Das beschreibt eine Population aus p Individuen, die jeweils Subpopulationen
aus o Individuen darstellen. Jede Subpopulation erzeugt qua Kopie A Kind-
populationen, die sich iiber my Generationen ungestort entwickeln konnen. Die

Rekombination erfolgt auf Gruppen von je 2 bzw. 3 Individuen.
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Evolution der Strategieparameter

Avancierte Algorithmen unterwerfen die Strategieparameter ebenfalls der Evo-
lution. Diese evolutive Einstellung der Parameter der Evolution zielt auf eine
Evolution der Evolutionsstrategie selbst und wird deshalb ebenfalls als Metae-
volution bezeichnet. Diese Strategien zweiter Ordnung finden i. a. in den oben
dargestellten mehrgliedrigen Evolutionsstrategien Anwendung. Die Metaevoluti-
on wird in eleganter Weise dadurch verwirklicht, daf3 die Strategieparameter wie
etwa o formal mit in den Satz der Objektparameter (Stellgroflen) w aufgenommen

werden, d. h. wir erweitern

e w := (w,0,..) mit 0 = (oy,...,0r) ein Satz komponentenspezifischer

Schrittweiten.

e Die FitneBfunktion héngt von o, ... nicht ab, F'(w) = F (wy, ..., wy) und ist

so auch fiir den erweiterten Parametervektor definiert.

e Die Mutation ergibt sich aus dem Vektor Aw normalverteilter Zufallszahlen

mit Verteilungsdichte

A

p(Aw) = | |L exp <— (Aw)" AAw/Q)
(27)

wobei A die Matrix der Kovarianzen |A| ihre Determinante und (Aw)” ein

Zeilenvektor (transponiertes von Aw ) ist. Die Matrix A ist geeignet zu pa-

rametrisieren, damit |A| > 0 auch bei der Adaption von A (Metaevolution)

gesichert bleibt.

8.4 Genetische Programmierung

Ziel der genetischen Programmierung ist die Evolution von Computerprogram-
men. Im Gebiet des Maschinellen Lernens kann die Methode der genetischen
Programmierung unmittelbar Anwendung finden. Wir stellen dabei die allgmeine

Transferfunktion des Lerners

y=S(x|w) (8.13)
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direkt durch ein Computerprogramm dar. In der von Koza [27] realisierten Form
ist das ein LISP- Ausdruck, also

Lerner

r = ————— —Y (8.14)

r = === == =y (8.15)
(x 1 o (IF (< x; 1) 1 0))

Der Ouptut des Lerners ist folglich y = x5, falls x; < 1 und y = 0 sonst.

Die genetische Programmierung kann im Kontext des Maschinellen Lernens
als ein kollektives, evolutiondres Lernverfahren iiber einer Population von N Com-
puterprogrammen betrachtet werden. Im konkreten Fall ist jedes Individuum der
Population durch einen LISP—Ausdruck beschrieben. Dieser stellt den Genotyp
des entsprechenden Agenten (Lerners) dar. Der Phénotyp ist der reale Lerner
in seinem durch das Programm beschriebenen Verhalten, dessen Fitness in der
Anwendung auf die konkrete Lernaufgabe bestimmt werden kann.

Die Population wird in der O-ten Generation durch die zufallsgeleitete Erzeu-
gung von N Programmen initialisiert und dann der Evolution unterworfen. Dazu
wird in jeder Generation die Fitness eines jeden Individuums (Programms) be-
stimmt, die Population fitneflgewichtet reproduziert und durch genetische Ope-
ratoren modifiziert. Dieses Lernen iiber Generationen erzeugt im Idealfalle ein
oder mehrere Programme, die die vorgegebene Lernaufgabe optimal 16sen.

Ein typischer Anwendungsfall ist etwa das Lernen aus Beispielen, also hier
das Auffinden eines mathematischen (oder logischen) Ausdrucks, der einen durch
eine Anzahl von Beispielen n() = (x(i),ygi)”) , i =1,...,n gegebenen (unbe-
kannten) funktionalen Zusammenhang y = F (x) am besten reprisentiert. Jedes
der Computerprogramme realisiert eine Funktion F(@?) (z) als (approximative)
Darstellung von F' (z). Die Giite der Approximation kann durch die mittlere qua-

dratische Abweichung

1 . a2 1 . . i
B= 53 (Fo () =) =530 (O (@) = F @) (316)

() ()
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quantifiziert werden. () = —F definiert fiir jedes Programm die Fitnefl die in
jeder Generation fiir alle Individuen der Population jeweils auf der Beispielmenge
bestimmt werden muf3.

Die effektive Realisierung der genetischen Programmierung ist wesentlich von
der Wahl einer geeigneten Programmiersprache zur Implementierung der konkur-
rierenden Computerprogrammme abhéngig. Von J. Koza wird hierbei LISP als
besonders geeignet dargestellt, von C. Jacob wurde alternativ eine erfolgreiche

Implementierung in Mathematica realisiert, vgl. [21].

8.4.1 Realisierung der genetischen Programmierung

Fiir die GP ist insbesonder die Eigenschaft von LISP niitzlich, daf§ Daten und
Programme den gleichen operationalen Status haben, d. h. Daten konnen als

Programme interpretiert werden und umgekehrt. Die S-Ausdriicke werden aus
® = {¢y,...,0n.} (Menge der Funktionen)

und

T ={ay,...,an;}  (Menge der Terminals=Inputs)

bzw. der entsprechenden Vereinigungsmenge
II= {(I),T} :{d)l,...,d)NF,al,...,aNT} (817)
gebildet. Die Menge der Funktionen umfaflt beispielsweise

e Arithmetische Operationen, +, —, %, /, ...

Mathematische Funktionen, sin, cos, log, ...

Boolsche Operatoren, and, or, not, ...

Bedingte Operatoren, if , ...

Rekursionen

e Weitere domménenspezifische Funktionen.
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Die Terminalmenge enthilt
e Variable Atome als Inputs
e Numerische und/oder logische Konstanten

In der Vereinigungsmenge (8.17) werden die Terminals als argumentfreie Funk-
tionen interpretiert und gleichberechtigt mit den anderen Funktionen behandelt.

Der Funktionssatz II mufl nun eine Reihe offenkundiger Bedingungen erfiillen:

e Abgeschlossenheit: Die Funktionen miissen alle auftretenden Argumen-
te verarbeiten konnen. Das ist trivialerweise erfiillt, wenn & und 7T nur
Boolsche Funktionen bzw. Variable enthalten. Fiir reellwertige Argumente

empfiehlt sich etwa die Einfiihrung einer geschiitzten Division

1 falls b= 0
a%b = (8.18)
2 sonst
was durch
(defin % (Z N) (if = 0 Ny 1 (/ Z N)) (819

definiert werden kann.

e Vollstandigkeit: Aus der Grundmenge II der Funktionen muf} eine Losung

des Problems konstruierbar sein.

Beispiel: Fiir die Realisierung einfacher Boolscher Funktionen mit zwei Argu-

menten setzen wir
¢ = {and, or,not}

und fiir die Terminalmenge

T = {d(]) dl}

mit den Boolschen Variablen dj, d;. Die Vereinigungsmenge ist dann
[T = {and, or,not, dy, d; }
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Eine spezieller aus diesen Funktionen erzeugter Ausdruck ist z. B. die Paritéts-
funktion
(or  (and (notdy) (notdy)) (anddydy))

die den Wert true liefert, wenn dy, d; beide gleichzeitig true oder false sind und
false sonst.

Ein Trick, um die Abgeschlossenheit des Funktionssatzes zu erreichen, besteht
in der Einfiihrung einer numerisch-wertigen Logik, d. h. wenn ein logischer Aus-
druck zu true (oder false) evaluiert, wird dieser Wert als 1 (oder 0) interpretiert,

sobald er als Argument in einer numerischen Funktion auftritt.

8.4.2 Initialisierung

Die genetische Programmierung startet mit einer biasfreien (zufallserzeugten) An-
fangspopulation. Die Zufallserzeugung eines S-Ausdruckes geht folgendermafien

vor sich:

1. Wiéhle aus dem Satz ® der Funktionen ein Element zufillig aus. Diese Funk-
tion bildet den Wurzelknoten !. Bestimme die relevante Zahl der Argumente

der ausgewéhlten Funktion.

2. Fiir jedes dieser freien Argumente: Wihle aus II ein Element zufillig aus
und besetze das freie Argument mit diesem Element (Funktion oder Ter-

minal).

3. Falls keine freien Argumente mehr existieren (weil alle mit Terminals be-
setzt sind) — Halt. Falls die maximal erlaubte Tiefe des Baumes erreicht
ist: Besetze alle verbleibenden freien Argumente mit Terminals, — Halt.

Ansonsten gehe zu 2.

Die initiale Population besteht aus IV solcher zufillig generierter Ausdriicke.

8.4.3 Genetische Operatoren

Die so gewonnene Population wird nun der Evolution unterworfen. Die relevanten

genetischen Operatoren sind hier in folgender Weise realisiert:

'Wir interpretieren die LISP—Ausdriicke als Baumgraphen.
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1. Crossover: Hier werden zwei S-Ausdriicke aus der Population selektiert (mit

146

Wahrscheinlichkeit proportional zur Fitnef§) und zufillig ausgewéhlte Sub-

ausdriicke zwischen den beiden Eltern ausgetauscht.

Elter 1 Elter 2

(and (or AB) (and A B)) (or (notB) (and (not Anot B)))

gilt nach dem Crossing

Elter 1 Elter 2

(and  (and (not A not B)) (and A B)) (or  (notB) (or AB))

. Mutation: Hier werden dhnlich wie bei der zufilligen Initialisierung Sub-

ausdriicke zufillig gedindert. Beipiel: Der Ausdruck
(and (or AB) not A)
wird im Ergebnis der Mutation

(and  (or A (not B)) not A)

Permutation: Die Permutation kann als ein Spezialfall der Mutation aufge-

fasst werden. Beipiel: Der Ausdruck
(+ (if (< AB) CD) (-EF))
geht durch Permutation der beiden Terminals A, B iiber in

(+ (if (< BA) CD) (- EF))

Einkapselung: Fiir die Bewahrung einmal gefundener Teillésungen hat sich
die Einkapselungsoperation bewihrt. Dabei werden Subausdriicke als Ter-
minals definiert, die dann nicht mehr verédndert werden kénnen, d. h. der
S-Ausdruck

(+x A (+BC0))
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wird mit

(defun EO (BC) (+BCQ))

definiert und kann dann wie in
(+x A (FE0OBCQ))
verwendet werden.

5. Gen-Duplikation: Als eine neue, besonders erfolgversprechende genetische
Operation wird derzeit die Gen-Duplikation diskutiert. In der genetischen
Programmierung wird diese Option hauptséchlich durch die Methode der

automatischen Funktionsdefinition realisierbar, s. [27].
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